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 ممخّص  

 
 قضايا إدارة المياه، والتي تتضمف إيجاد علاقة لحؿيُعدُّ تقييـ موارد المياه السطحية مف المدخلات الضرورية 

بيف الأمطار والجريانات السطحية، وتعتبر ىذه العلاقة عمى درجة عالية مف التعقيد، حيث أف الأمطار مف أىـ العوامؿ 
التي تؤثر بشكؿ كبير عمى جرياف الأنيار، وعممية التنبؤ بيذه الجريانات يجب أف تأخذ ىذا العامؿ بعيف الاعتبار، 
وبكثير مف الاىتماـ والدراسة، وتعتبر الشبكات العصبية الصنعية مف أىـ الطرائؽ الحديثة مف حيث دقة نتائجيا في 

 تشريف في 16ومف أجؿ التنبؤ بالجرياف اليومي الوارد إلى بحيرة سد . الربط بيف ىذه العوامؿ المتعددة والبالغة التعقيد
، كانت مدخلاتيا تدفقات (ANN)اللاذقية، موضوع بحثنا، تـ تطبيؽ نماذج مختمفة مف الشبكات العصبية الصنعية 

 .سابقة للأمطار والجريانات
تدريب واختبار، وقد تـ : مجموعتيفإلى  (2012-2006)قسمت مجموعة البيانات لمفترة الممتدة بيف عامي 

معالجة البيانات قبؿ إدخاليا إلى الشبكة العصبية باستخداـ تقنية تحويؿ المويجات المتقطع، لمتخمص مف مشاكؿ القيـ 
السلاسؿ الفرعية الناتجة  العظمى والقيـ الصفرية، حيث حممت السلاسؿ الزمنية إلى ثلاثة مستويات مف الدقة واستخدمت
. كمدخلات لمشبكة العصبية أمامية التغذية التي تعتمد عمى خوارزمية الانتشار العكسي لتدريبيا

 ىي الأفضؿ في ،Wavelet-ANNنموذج  (6-2-1(أشارت النتائج إلى أف الشبكة العصبية ذات الييكمية 
 تشريف ليوـ واحد قادـ، حيث بمغ 16د تمثيؿ الظاىرة المدروسة والأقدر عمى التنبؤ بالجرياف اليومي الوارد إلى بحيرة س

. ، عمى الترتيب(R2=0.96، RMSE=1.97m3/sec)معامؿ الارتباط وجذر مربع متوسط الخطأ 
 

 . التنبؤ بالتدفقات، الشبكات العصبية الاصطناعية، تحويؿ المويجات المتقطع:الكممات المفتاحية
 
 

                                                           
 سورية- اللاذقية– جامعة تشرين- كمية اليندسة المدنية- قسم اليندسة المائية والري-  أستاذ . 
 سورية- اللاذقية- جامعة تشرين- كمية اليندسة المدنية- قسم اليندسة الإنشائية-  مدرسة.  



      عمار، حيدر     تشريف16لمتنبؤ بالتدفؽ اليومي الوارد إلى بحيرة سد  استخداـ الشبكات العصبية الصنعية مع تقنية التحويؿ المويجي

62 

   2017( 1)العدد  (39) المجمد العموم اليندسيةسمسمة _  مجمة جامعة تشرين لمبحوث والدراسات العممية  
Tishreen University Journal for Research and Scientific Studies - Engineering Sciences Series Vol.  (39) No. (1) 2017 

 

Using Neural Networks models with Wavelet transform 

technology To Predict Flows Coming into 16 Tishreen Lake 
 

Dr. Ghatfan Ammar 

Dr. Badia Haidar 

 

 

(Received 17 / 10 / 2016.  Accepted 20 / 2 / 2017) 

 

  ABSTRACT    

 
The evaluation of surface water resources is a necessary input to solving water 

management problems, which includes finding a relationship between precipitation and 

runoff, and this relationship is a high degree of complexity. The rain of the most important 

factors that greatly effect on rivers discharge, and process to prediction of these flows must 

take this factor into account, and much of the attention and study, artificial neural networks 

and is considered one of the most modern methods in terms of accuracy results in linking 

these multiple factors and highly complex. In order to predict the runoff contained daily to 

Lake Dam Tishreen 16 in Latakia, the subject of our research, the application of different 

models of artificial neural networks (ANN), was the previous input flows and rain. 

Divided the data set for the period between (2006-2012) into two sets: training and 

test, has been processing the data before using them as inputs to the neural network using 

Discrete Wavelet Transform technique, to get rid of the maximum values and the values of 

zero, where t the analysis of time series at three levels of accuracy before they are used 

sub- series resulting as inputs to the Feed Forward ANN that depend back-propagation 

algorithm for training. 

The results indicated that with the structural neural network (1-2-6) Wavelet-ANN 

model, are the best in the representation of the characteristics studied and best able to 

predict runoff daily contained to Lake Dam Tishreen 16 for a day in advance, where he 

reached the correlation coefficient the root of the mean of squared-errors (R
2
 = 0.96, 

RMSE = 1.97m
3 
/ sec), respectively. 
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مقدمة 
دارة المصادر المائية أحد المواضيع الميمة في الحياة البشرية، وبالأخص في المناطؽ  يعتبر التقييـ والتخطيط وا 
التي تتميز فييا الأمطار بالندرة أو يكوف فييا التوزيع المطري رديئاً وغير منتظـ، وكذلؾ في حاؿ الوجود المحدود لممياه 

الجوفية، وعميو تعتبر إقامة المنشآت الييدروليكية كالسدود والخزانات مف الأمور الميمة لغرض استخداميا في خزف 
الكميات الزائدة مف المياه في مواسـ الفيضاف لاستخداميا لأغراض مختمفة، لذلؾ يعتبر التنبؤ بالجرياف في النير مع 

رؤية واضحة عف أقصى الأخذ بعيف الاعتبار تأثير الأمطار عاملًا رئيسياً في مجاؿ تصميـ السدود، حيث يوفر 
. فيضاف محتمؿ حدوثو وبالتالي تفادي انييار المنشأة

، مف الأحواض المائية الأساسية الذي شيد في (وتحديداً الجزء الأدنى منو)يعدّ حوض نير الكبير الشمالي 
السنيف الأخيرة تطوراً سريعاً، وشاملًا في مختمؼ المجالات، فقد انتشرت الزراعة المروية، والمعامؿ، والورشات 

الصناعية، كما شيدت المنطقة توسعاً سكنياً كبيراً، وقد أدت مجمؿ ىذه التغيرات إلى ظيور مشكلات مائية تتمخص 
. بمدى المحافظة عمى كمية ونوعية المياه

معظـ الأعماؿ السابقة القائمة عمى التنبؤ بتدفقات الأنيار والتي ذكرت في المراجع العممية عمى نطاؽ واسع 
. وأخرى قائمو عمى البيانات (نماذج اعتبارية)يمكف أف تقسـ إلى مجموعتيف رئيسيتيف، نماذج فيزيائية مادية 

بالرغـ مف وصؼ كافة العمميات الييدرولوجية عمى أساس القوانيف الفيزيائية في النماذج الاعتبارية، غير أف  
ىذه النماذج لـ تمؽَ شعبيةً كبيرةً لأنيا تتطمب بيانات كثيرة والمعادلات التفاضمية الحاكمة معقدة التنفيذ، وعمى سبيؿ 
المقارنة، اكتسبت النماذج القائمة عمى البيانات، شعبية في الآونة الأخيرة في التطبيقات الييدرولوجية بسبب تطورىا 

؛ وعموماً ىذه ]1]السريع لارتباطيا بالبرمجيات، واعتمادىا عمى عدد أقؿ مف البيانات وسيولة التنفيذ في الوقت الحالي 
النماذج تقوـ عمى إيجاد علاقة بيف المدخلات والمخرجات دوف الاعتماد صراحة عمى القوانيف الفيزيائية التي تحكـ 

  .العمميات الييدرولوجية
نظاـ )أساس نيج نظري والشبكة العصبية الاصطناعية وتقنيات التنبؤ الأخرى القائمة عمى  النماذج الإحصائية

النماذج النظرية المعتادة مثؿ نماذج الانحدار الخطي عمى أساس البيانات؛ ومع ذلؾ، لاقت انتشاراً كبيراً  (التشغيؿ
 المبنية عمى نظرية النظاـ الخطي والمرتبطة مباشرة بالزمف، ربما يكوف مف غير المناسب استخداميا لمتعبير [2]وغيرىا 

 مع البيانات ذات ، وخاصةً [3,4]الجرياف غير الخطية؛ المعقدة لمغاية والمتغيرة ديناميكياً _عف علاقة اليطؿ
الخصائص العابرة مثؿ الانحدارات والاتجاىات والتغيرات المفاجئة؛ وبالرغـ مف أف الشبكة العصبية الاصطناعية لدييا 

 ، فإف ىيكميتيا المثمى مف الصعب تحديدىا،  [5]القدرة عمى معرفة العلاقة بيف المدخلات والمخرجات غير الثابتة  
وبالإضافة إلى ذلؾ، فإف سطح دالة اليدؼ مف الشبكة العصبية ىو غير محدب ويحتوي عمى نقاط مثمى محمية 

. صغرى متعددة
في العقود الأخيرة، أصبح تحويؿ المويجات تقنية مفيدة في مختمؼ البحوث المائية القائمة عمى أساس تحميؿ 

وينتج عف ذلؾ كشؼ الاختلافات، في كؿ مف مجالي التردد والزمف عمى عدة مستويات مف الدقة، سمسمة البيانات 
والدوريات والاتجاىات المخبأة بشكؿ طبيعي في السمسمة الزمنية غير المستقرة كالأمطار والتدفقات مما يحسف مف أداء 

 ىذا التعقيد يعود لعدـ تجانس جرياف، حيث_، وخاصةً إذا كاف المقصود إيجاد علاقة معقد لمغاية كاليطؿ[6 ]النموذج
خصائص الحوض الييدرولوجي وعدـ انتظاـ اليطوؿ، وكذاؾ العديد مف العوامؿ الأخرى المشاركة في توليد الجرياف 

[. 7]منيا التبخر ومعدؿ التسرب ورطوبة التربة والأمطار وتدفؽ المجرى نفسو 
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 جمع بيف الشبكات العصبية الاصطناعية أمامية التغذية       WNNف نموذج ىجي Wang& Dingاقترح 
(Feed Forward ANN) FF-ANN مع خوارزمية PB( back-propagation algorithm)  لتدريبيا، وكذلؾ

معالجة البيانات المدخمة لمشبكة، وذلؾ بيدؼ التنبؤ بالتدفقات اليومية  ؿWavelet transformتقنية تحويؿ المويجات 
 10 في الصيف عمى مدى  Yangtzeعمى المدى القصير والطويؿ بالاعتماد عمى بيانات التصاريؼ اليومية لنير 

، وأشارت النتائج إلى أف تقنية تحويؿ المويجات تمعب ( سنوات لممعايرة، سنتيف لمتحقؽ مف صحة النموذج8)سنوات 
طالة الفترة الزمنية لمتنبؤ   [.8]دوراً ميما في تحسيف الدقة وا 

 لمتنبؤ ، MLP (Multi-layer perceptron) نموذج شبكة عصبية اصطناعية.Cannas, B; et alدرب 
 في إيطاليا، والتي Tirso عاماً فوؽ حوض 69بالتدفقات الشيرية بالاعتماد عمى بيانات الأمطار قبؿ شير عمى مدى 

تتميز بعدـ الاستقرارية وعدـ انتظاـ الموسمية، وأشارت النتائج إلى أف الشبكة العصبية التي تستخدـ تحويؿ المويجات 
 في معالجة البيانات المدخمة لمشبكة توفر أفضؿ أداء، حيث DWT (Discrete Wavelet Transform)المتقطع 

) ، بينما بمغت دقة تحويؿ المويجات المستمر (R2=0.47, RMSE=11.59)بمغت الدقة لمجموعة الاختبار 
R2=0.45, RMSE=11.74)وفي حاؿ استخداـ البيانات الخاـ ، (R2=0.42, RMSE=29) في حيف كاف أداء ،

 ضعيؼ في تقدير القيـ المنخفضة لمتدفؽ وجيد في تقدير القيـ العالية والمتوسطة لمتدفؽ بكفاءة CWT وDWTكؿ مف 
90[ %9  .]

 في إمكانية تطبيؽ وأداء النماذج العصبية لغرض التنبؤ قصير المدى بتصاريؼ نير ;A.M Atiaaتحرى 
، ( شير333)الغراؼ في الناصرة جنوب العرؽ بالاعتماد عمى البيانات التاريخية لتصاريؼ النير في الموقع نفسو 

، فأظيرت النتائج قدرة الشبكات العصبية PB مع خوارزمية MLPحيث استخدمت الشبكة العصبية متعددة الطبقات 
 بدقة Qt+2 ولشيريف (R2=0.75) بدقة Qt+1 ولشير مقدماً (R2=0.85) بدقة Qtعمى التنبؤ بالتصاريؼ الحالية 

(R2=0.70)[ 10 .]
 ,RBF:  بالتدفقات الشيرية لأنيار في تركيا باستخداـ ثلاثة أنواع مف الشبكات العصبية وىيPartala,Tتنبأ 

GRNN, FFBP feed-forward back-propagation Neural Network)  Generalized 
Regression،Function Radial Basis)في معالجة السلاسؿ الزمنية لمتدفقات قبؿ  ، مع تقنية تحويؿ المويجات 

 تقدـ أفضؿ أداء مف Wavelet-FFBP، فتبيف أف(Qt-1…Qt-5)استخداميا كمدخلات لمنماذج وذلؾ بتأخر زمني 
Rustumkoy[ 11 .]في محطة  ( R2=0.91,RMSE=4.83)الشبكات الأخرى بدقة 

  Kolarنمطيف مف الشبكات العصبية لمتنبؤ بالتدفقات الساعية لنير في حوض  .Mittal, P; et alاستخدـ 
في اليند، وذلؾ بالاعتماد عمى البيانات التاريخية لمتدفؽ ومتوسط اليطوؿ لثلاث محطات، وأشارت نتائج المقارنة إلى 

بدقة  (Dual-ANN) ، عمى الشبكة ذات النظاـ الثنائي( (R2=0.98,RMSE=23.24 بدقةFF-ANNتفوؽ نموذج 
R2=0.98,RMSE=27.16))[ 12.]  

 بالتنبؤ بتدفقات نير لشير مقدمأ، باستخداـ خوارزمية تعمـ جديدة لتدريب  Baojian & Chuntianقاـ 
 Extreme Learning Machine  تدعى SLFNS-ELMالشبكة العصبية أمامية التغذية ذات الطبقة الواحدة 

(ELM) كمنافس لأداء خوارزمية Support Vector Machine (SVM) لإيجاد المعاملات الأكثر ملائمة، وبالتالي 
، فتبيف أف أفضؿ أداء كاف لنموذج WNN-ELMالحصوؿ عمى تنبؤ أكثر دقةً في وقت قصير، واقترح لممقارنة نموذج 

WNN-ELM بدقة (62.78 R2=0.883, RMSE=)  لمجموعة التحقيؽ بينما بمغت الدقة لنموذجSVM( 86.57 
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R2=0.793, RMSE=)ولنموذج ،SLFNS-ELM ( 77.71 R2=0.882, RMSE=)  حيث تستمد السلاسؿ
[. 13]الزمنية لمتحقؽ مف صحة النموذج مف خزانيف في جنوب غرب الصيف 

 AR والانحدار الخطي DWT في إمكانية الجمع بيف تقنية تحويؿ المويجات المتقطع Sahay, R. Rبحث 
(Auto Regression)  في نموذجWR( Wavelet Regression)  لمتنبؤ بالتدفقات الموسمية في نيرKosi  في

 WRاليند، والتي تتميز بقيميا العالية وغير المنتظمة ووجود اختلافات كبيرة فيما بينيا، وأشارت النتائج إلى أف نموذج 
، بينما بمغ (%90.4)القائـ عمى معدلات التدفؽ لثلاثة أياـ سابقة كمدخلات، يوفر أفضؿ تقدير لقيـ التدفؽ بدقة 

[. 14] التواليعمى  (%87.8%-82.2) بدقة ANN وARأفضؿ توقع لنموذج 
 

موقع منطقة الدراسة والبيانات 
ينبع نير الكبير الشمالي مف المنطقة الشمالية الغربية لمجباؿ الساحمية، مف المرتفع الواقع عند الحدود التركية 

. كـ، ليصب جنوب مدينة اللاذقية مباشرةً في البحر المتوسط  (89)ـ قاطعاً مسافة  (1100)عمى ارتفاع يتجاوز الػ 
يحد حوض نير الكبير الشمالي مف الشرؽ حوض نير العاصي، ومف الجنوب الشرقي حوض نير الصنوبر 

. ومف الشماؿ الغربي عدة أحواض صغيرة
: ، ويقسـ النير إلى ثلاثة أقساـ ىي2كـ (1097)تبمغ مساحة حوضو الصباب مف المنبع حتى المصب 

.  كـ 18 يمتد مف الحدود الدولية حتى التقائو بنير السفكوف ويبمغ طولو :القسـ الأوؿ
 كـ، ويجري عمى  ارتفاع 17 يمتد مف قرية السفكوف وحتى قرية خاف عطا الله ويبمغ طولو :القسـ الثاني

.  تشريف16ـ، ويقع في ىذا القسـ سد 375
 كـ في الأراضي الساحمية ويستفاد منو في ري الأراضي الزراعية المجاورة عف طريؽ 23 يمتد :القسـ الثالث

 كـ مف مصبو يستقبؿ الكبير الشمالي أىـ روافده عمى الجانب الأيسر نير القش والذي تبمغ 9أقنية محمولة، وعمى بعد 
.  كـ جنوب مدينة اللاذقية4، ويصب نير الكبير الشمالي في البحر عمى بعد (2 كـ150)مساحة حوضو الصباب 

يتميز حوض نير الكبير الشمالي بشكؿ عاـ، بوجود غطاء نباتي كثيؼ، وتكثر النباتات والأعشاب الموسمية 
: كما يتصؼ الحوض بالخصائص الآتية. وغيرىا

كـ، والارتفاع  (25)كـ والعرض الأعظمي  (17)كـ والعرض الوسطي لو  (65)يصؿ طوؿ الحوض إلى 
. ـ  (680)الوسطي 

 تتراوح كثافة المسيلات ،(0.0012)تشريف وحتى المصب ليست كبيرة وىي بحدود  16ميوؿ المجرى مف سد 
، وىي تتناقص مف أعمى الحوض إلى أسفمو وذلؾ بسبب تغير 2كـ/كـ (3.5 – 2)في حوض نير الكبير الشمالي بيف 

. تضاريس الحوض مف جبمية في الأعمى إلى سيمية تقريباً في الأسفؿ عند المصب
ممـ ، وقد أعطت الدراسات السابقة قيماً  (900)متوسط اليطؿ المطري عمى الحوض لمسنوات العشريف الأخيرة 

حيث أف الأمطار في ىذه المنطقة غزيرة نسبياً وخصوصاً في قسمو .  مـ (1200 - 800)لمعدؿ الأمطار يتراوح بيف 
. الأعمى

.  تشريف16، تقع بالقرب مف بحيرة سد (محطة غماـ)توجد محطة لقياس التدفؽ عمى نير الكبير الشمالي 
. ويرتبط التدفؽ ارتباطاً وثيقاً بكميات اليطؿ المطري فوؽ الحوض الساكب لمنير
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 البيانات المتوافرة ىي البيانات اليومية لمتصاريؼ واليطؿ المطري التي تـ جمعيما لمفترة مف شير آذار لعاـ 
يتطمب استخداـ تقنية الشبكات العصبية تقسيـ .  يوماً 2253 والتي تتضمف 2012 ولغاية شير نيساف لعاـ 2006

 والمجموعة Training data setمجموعة البيانات إلى مجموعتيف؛ المجموعة الأولى تستخدـ لمتدريب ومعايرة النموذج 
؛ يفضؿ عادةً أف تكوف مجموعة بيانات التدريب Validation data setالثانية تستخدـ لتحقيؽ وتقييـ نتائج النموذج 

 وعممية التنبؤ ضمف interpolationحاوية عمى القيـ العظمى والصغرى والتي تساعد الشبكة في عممية الاستيفاء 
ىاتيف القيمتيف لأنو مف المعروؼ أف الشبكات العصبية الاصطناعية ضعيفة في مجاؿ التقدير الاستقرائي 

extrapolation ؛ عند فحص البيانات تبيف أف القيـ العظمى والصغرى لمتصاريؼ تتركز في الربع الأخير مف
% 40تمثؿ )كمجموعة بيانات لمتدريب  ( يوماً 671()2007-2006)البيانات، وعميو تقرر استخداـ بيانات التصاريؼ 

كمجموعة بيانات لمتحقؽ والتقييـ  ( يوـ1582()2012-2007)، واستخداـ بيانات التصاريؼ (مف البيانات المتوفرة
المجموعات الإحصائية عف البيانات الكاممة وبيانات التدريب  (1)يبيف الجدوؿ . (مف البيانات المتوفرة% 60تمثؿ )

. وبيانات التحقيؽ والتقييـ المستخدمة في بناء النموذج والتحقؽ مف أداءه
 

 تشرين 16المجموعات الإحصائية لقيم الأمطار والتدفقات في محطة  (1)الجدول 

 
 

 :وأىدافوأىمية البحث 
دارة موارد المياه وتحويؿ المياه يعد توقع تدفقات الأنيار مف   المعمومات الأساسية المدخمة في قضايا تخطيط وا 

ومكافحة الفيضانات والاستدامة البيئة، ويكمف الجانب المستقبمي مف ىذه النماذج في الحد مف مخاطر الفيضانات مف 
خلاؿ توفير نظاـ إنذار بالفيضاف يتضمف إيجاد علاقة معقدة بيف الأمطار والجرياف السطحي، بالإضافة إلى إدارة نظاـ 

. تشغيؿ السدود في حالة الجريانات المنخفضة
 الشبكة العصبية الاصطناعية أمامية التغذية ذات Wavelet-ANNتيدؼ ىذه الدراسة إلى استخداـ أنموذج 

 مع تقنية تحويؿ المويجات في معالجة السلاسؿ الزمنية اليومية للأمطار والتدفقات FFBPالانتشار العكسي لمخطأ 
لنير الكبير الشمالي لأزمنة سابقة، بيدؼ التنبؤ بالتدفقات ليوـ مقدمأ عمى المدى الطويؿ، بالإضافة إلى فحص قدرة 

.  النموذج المقترح عمى تقدير القيـ العظمى والصغرى باستخداـ المؤشرات الإحصائية المناسبة
طرائق البحث ومواده 

  Wavelet Transformتحويل المويجات 
 ىي عبارة عف طريقة تحميمية رياضية تستخدـ مف أجؿ معالجة الإشارات لمعديد (Wavelet)نظرية المويجات 

مف التطبيقات العممية كمعالجة الصور وضغط البيانات ومعالجة الإشارات الرقمية بأنواعيا، وقد أصبح ىذا التحويؿ 
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إف أساس ىذه النظرية ىو نتاج عمؿ العالـ فورييو مع . واحد مف أىـ وأقوى الأدوات لتمثيؿ الإشارة في الوقت الحاضر
. العمـ أنو قد تـ إجراء الكثير مف التطوير عمى النظرية الأساسية

بدايةً في تحويؿ فوررييو التقميدي نحف نستخدـ الجيب كتابع أساسي، والذي يستطيع أف يوفر معمومات عف 
في بعض التطبيقات نحف بحاجة إلى معرفة . التردد فقط، وبالتالي يتـ فقداف المعمومات الزمنية في ىذه العممية لمتحويؿ

، مثؿ النوتات الموسيقية (خاصةً بالنسبة للإشارات غير ثابتة التردد)التردد والمعمومات الزمنية في نفس الوقت 
musical score التي نريد عزفيا بؿ أيضاً تمثيميا في نفس الوقت (الترددات)، نحف نريد أف نعرؼ ليس فقط النوتة .

( wavelets)عمى عكس تحويؿ فوررييو التقميدي فإف تحويؿ المويجات يعتمد عمى موجات صغيرة تدعى المويجات 
، مما يزيد مف قدرة الشبكات العصبية [15]والتي يمكف أف تظير معمومات التردد والزمف عف طريؽ ىذه المويجات 
 يبف آلية بناء النموذج بعد إجراء (1)الشكل . عمى استنتاج المعمومات الضرورية والموجودة بشكؿ طبيعي في البيانات

. عممية التحويؿ المويجي لمسلاسؿ الزمنية واستخداـ السلاسؿ الزمنية الفرعية كمدخلات
 ىي إشارة محدودة الاستمرارية متوسطيا صفر عمى العكس مف الإشارة الجيبية التي تمتد نظرياً :المويجة

(. 2)والمويجة ليا بداية ونياية كما ىو موضح بالشكؿ  (،)مف
 CWT( Continous Waveletتحويؿ المويجات المستمر : ىناؾ نوعاف رئيسياف مف تحويؿ المويجات

Transform)،  وتحويؿ المويجات المتقطعDWT( Discrete Wavelet Transform)  الذي يستخدـ في معالجة
(. 2)الجدول الإشارة الرقمية المتقطعة، والفرؽ بيف التحويميف مبيف في 

 
 WNNمخطط رسومي لعمميات بناء النموذج  (1)الشكل 

 
 db5مويجة  (2)الشكل 
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مقارنة بين تحويل المويجات المتقطع والمستمر  (2)الجدول 
DWT CWT 

معمومات كثيرة وزائدة عف الحاجة  معمومات قميمة وكافية
مويجات كثيرة وزائدة عف الحاجة مويجات قميمة وكافية 
وقت حساب كبير وقت حساب صغير 
تستخدـ للإشارت اللانيائية الطاقة تستخدـ لكؿ الإشارات 

 Discrete Wavelet Transformالمتقطعة  المويجة تحويل
إلى  الإشارة بتحميؿ وذلؾ مختمفة وكثافات مختمفة ترددية حزـ إلى الإشارة يحمؿ المتقطعة المويجة تحويؿ إف

:  كما ىو موضح في المعادلتيف[16,17]( Approximation)ومعمومات تقريبية  (Detail)معمومات مفصمة 

)().2).(()(

)().2).(()(
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، وىما L(Z) ،H(Z)يتـ فصؿ تردد الإشارة المدخمة إلى حزـ تردد مساوية لعرض الحزمة بوساطة المرشحيف 
مرشحي تمرير منخفض ومرتفع عمى التوالي، حيث يحتوي المُخرَج مف المرشحيف عمى نصؼ التردد ولكف مساوياً 

لمجموع العينات لإشارة الإدخاؿ، ويحتوي الإخراجاف معاً عمى محتوى التردد نفسو للإشارة المدخمة، وبذلؾ تتـ مضاعفة 
إلى النواتج مف المرشحات،  (2↓)يتـ تطبيؽ ذلؾ بأخذ نصؼ العينات في كؿ مرحمة إذ يشير الرمز . كمية البيانات

 يوضح آلية تحميؿ إشارة الدخؿ إلى معاملاتيا (3)الشكل، وMallat’s Tree  [18]وىذا ما يسمى بشجرة مالات
. التفصيمية والتقريبية عمى ثلاث مستويات مف المرشحات

يوجد العديد مف المويجات التي يمكف استخداميا لإجراء تحويؿ المويجات المتقطع وعموماً اختيار المويجة الأـ 
 شائع الاستخداـ كمويجة أـ، لما Daubechiesيعتمد عمى نوع البيانات التي سيتـ تحميميا، وتحويؿ المويجات دوبغيز 

 توفره مف معمومات جيدة ليست بالكثيرة ولا بالقميمة، بالإضافة إلى كونيا تنتج أحداثاً مماثمة لمسلاسؿ الزمنية المرصودة
. Daubechiesمف عائمة مويجات  (Db5)في ىذا السياؽ، تـ اعتماد المويجة غير النظامية [19].

 
( multiresolution)تحميل إشارة الدخل عمى ثلاثة مستويات  (3)الشكل 

 
(   (Feed-Forward Back-Propagation Neural Networkالشبكات العصبية أمامية التغذية 

الاصطناعية ىي عبارة عف شبكة مكونو عمى غرار ىيكؿ وسموؾ الخلايا العصبية في الدماغ  الشبكة العصبية
البشري، مف خوارزميات حاسوبية قادرة عمى التكيؼ بالشكؿ المطموب تبعاً لممعرفة المتكونة ليا مف خلاؿ التجربة 

، يمكف تدريب الشبكة لمتعرؼ عمى الأنماط المعقدة وتصنيفيا [20]

http://www.nrcresearchpress.com/keyword/Feed-forward+Back-propagation+Neural+Network
http://www.nrcresearchpress.com/keyword/Feed-forward+Back-propagation+Neural+Network
http://www.nrcresearchpress.com/keyword/Feed-forward+Back-propagation+Neural+Network
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 مف عدد مف عناصر المعالجة البسيطة (4)الشكل تتكوف الشبكة العصبية الاصطناعية كما ىو موضح في 
 وكؿ عصبوف يرتبط مع العصبونات الأخرى بأداة ربط مباشرة وكؿ أداة ربط ترفؽ بوزف Neuronsتدعى بالعصبونات 

Weightsإف وحدات المدخلات لا تقوـ بتطوير . ، وىذه الأوزاف تمثؿ المعمومات التي ستبدأ بيا الشبكة بحؿ المشكمة
البيانات ولكنيا ببساطة تقوـ بتوزيع المعمومات إلى الوحدات الأخرى، حيث أف الطبقة المخفية تحوي عصبونات تسمى 
بالعصبونات المخفية، وطبقة الإخراج تحوي وحدات الإخراج والتي تقوـ بتوجيو القيـ الممكنة أو المقترحة التي يمكف 

. تعيينيا لمحالة تحت الدراسة
يعتبر تعييف القيـ الابتدائية للأوزاف عممية بالغة الأىمية، فالتخميف الأولي الأقرب إلى القيـ المثمى للأوزاف 

مع ىذا فلا توجد طريقة معينة لعمؿ تخميف أولي جيد للأوزاف لذا فإنيا تعتمد عمى . يساعد عمى تعميـ أسرع لمشبكة
  [21].عندما تنتيي عممية التدريب يجب أف تثبت جميع الأوزاف . تعييف قيـ ابتدائية عشوائية

-Back عادة باستخداـ خوارزمية التدريب المسماة بطريقة الانتشار العكسي FFNNتدرب شبكة 
propagation والتي ىي نوع مف تقنيات اليبوط اعتماداً عمى درجة الانحدار Gradient descent مع نشر الخطأ 

، وىي طريقة FFNNالعكسي، وىي حالياً مف أكثر الطرائؽ شيوعاً لتدريب الشبكات العصبية الاصطناعية مف نوع 
خراج  نظامية لتدريب الشبكات العصبية متعددة الطبقات، وتستخدـ في ىذه الطريقة مجموعة أزواج بيانات إدخاؿ وا 

 بمجموعات بيانات الإدخاؿ إلى الشبكة لإنتاج بيانات الإخراج والتي تقارف مع القيـ ى الشبكةتغذ. (Patterns)تسمى 
الحقيقية لممخرجات، فإذا لـ يكف ىناؾ فروقات ممموسو بيف القيـ الحقيقة لممخرجات والقيـ الناتجة عف الشبكة، عندىا 

لا تحتاج الشبكة إلى تدريب إضافي، وفي حاؿ وجود فروقات تستمر عممية التدريب وتنتشر الأوزاف باتجاه الخمؼ 
بما أف التدريب يستخدـ بيانات إخراج حقيقية، . ابتداءً مف طبقة الإخراج ثـ الطبقة المخفية وصولًا إلى طبقة المدخلات
إف دالة الأداء المثالية المستخدمة . Supervisedفإف طريقة الانتشار العكسي يشار إلييا بطريقة تدريب بإشراؼ معمـ 

: لتدريب الشبكات العصبية ذات التغذية الأمامية ىي معدؿ مجموع مربعات خطأ الشبكة
2

1
)(

1
 


N

j jj OT
N

MSE 

استخدمت خوارزمية . j [22] ىو الناتج الحقيقي عند وحدة الإخراج Oj ىو اليدؼ المأموؿ وTjحيث اف 
 والتي ىي واحدة مف أسرع FFNN في ىذه الدراسة لتدريب شبكة Levenberg-Marquardt [23]التدريب 

خوارزميات التدريب وينصح بيا لتدريب الشبكات الصغيرة والمتوسطة الحجـ والتي تحوي عمى عدة مئات مف الروابط 
. بيف العصبونات
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 مكونات الخمية العصبية الاصطناعية (4)الشكل 

 
مف أجؿ تحسيف عممية التدريب وتحسيف أداء الشبكات العصبية الاصطناعية يتـ تحويؿ بيانات الإدخاؿ 

 أي جعؿ القيـ 1 و0والإخراج بحيث تكوف محصورة ضمف نطاؽ معيف، وفي ىذه الدراسة تـ حصر قيـ البيانات بيف 
: قياسية، ليتـ فيما بعد ردىا إلى القيمة الأصمية بعممية عكسية، وقد تـ استخداـ المعادلة الآتية مف أجؿ تقييس البيانات

 
 

   minmax

min

norm
pp

p-p
=p


 

. أقصى قيمة مدخمة: P(max)أدنى قيمة مدخمة، : P(min)القيـ المعدلة، : P(norm)القيـ الأصمية، : P: حيث
وضعت مجموعة مف أنماط التدريب كمدخلات لمشبكة العصبية أمامية التغذية وذلؾ بتأخرات زمنية لفترات 

 أنماط المدخلات (3) الجدول يبيف. سابقة وتـ اعتماد ثلاثة أنماط لمدخلات الشبكة لتقدير قيـ التدفقات ليوـ مقدماً 
. الثلاثة المستخدمة في التدريب

 R2 (Correlationاعتمدت ثلاثة معايير لتقييـ أداء الشبكات العصبية الاصطناعية وىي معامؿ الارتباط 
Coefficient) وجذر متوسط مربعات الأخطاء RMSE (Root Mean Squared Error)  ؛ والخطأ النسبي

(Relative Error) REوتعرؼ ىذه المعايير رياضياً بالعلاقات الآتية  :
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 متوسط قيـ التنبّؤ الناتجة عف المحاكاة، : Ppreقيـ المشاىدات الأصمية، : Pobsعدد البيانات، :  N:حيث
. القيـ
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أنماط المدخلات لمشبكة  (3)الجدول 
Model 

 
Input Variables 

I  ),,,()1( 21  tttt RRRQftQ  
II 

 
),,,,()1( 211  ttttt RRRQQftQ  

III  ),,,,,()1( 2121  tttttt RRRQQQftQ  
 

النتائج والمناقشة 
، وذلؾ عمى db5استخدمت السلاسؿ الزمنية الفرعية الناتجة عف عممية تحويؿ المويجات باستخداـ المويجة 

.  LMخوارزمية  مع  back propagation باستخداـ ANNثلاثة مستويات، حيث دربت 
 لأنماط المدخلات الثلاث لمجموعة بيانات التدريب والاختبار؛ إف قيـ R2 وRMSEقيـ ( 4)الجدول يبف 

RMSE لمنموذج الثالث (III)  تبيف أف التصاريؼ لثلاثة أياـ سابقة وقيـ اليطؿ المطري ليوميف سابقيف بالإضافة إلى
. الوقت الحالي تؤثر بشكؿ كبير في التنبؤ بقيـ التصاريؼ ليوـ مقدماً 

إف تحديد عدد العصبونات المخفية اللازمة لتدريب الشبكة يعتبر العممية الأصعب في التدريب والبناء بسبب 
 trial and) يتـ استقراءىا بعد عممية التجربة والخطأ ANNىيكمية نماذج لذا فإف . عدـ وجود طريقة عامة لإيجادىا

error)  لذا تـ ،10ومراقبة أداء الشبكة، حيث لوحظ أف أداء الشبكة يبدأ بالتراجع بعد زيادة عدد العصبونات عف 
 3يتـ ضرب كؿ سمسمة زمنية بػ  )(6-2-1)، كما تبيف أف أفضؿ ىيكمية لمنموذج المقترح ىي التوقؼ عند ىذا العدد
 Hidden) طبقات خفية 3واستخداـ  ( Input layer)لطبقة الإدخاؿ  ((Neurons عقدة 18فيكوف عدد المدخلات 

layer )  لكؿ منيا عشرة عقد وعقدة إخراج واحدة(Output layer)  ًكما تبيف أف (تمثؿ قيـ التدفقات ليوـ مقدما ،
في طبقة الإخراج يوفر أفضؿ  (Tansigmoid)في الطبقة الخفية ودالة التفعيؿ  (Logsigmoid)استخداـ دالة التفعيؿ 

 في مرحمة التدريب epochs، واعتمد عدد تكرارات البيانات (MSEمعدؿ مربع الخطأ )معايير تقييـ الأداء لمشبكة 
 تكرار، والجدير بالذكر أف النماذج الثلاث المعتمدة في البحث ىي لأفضؿ حالات أداء الشبكة والتي اختيرت 1000

. مف بيف عدد كبير مف المحاولات
 

المعايير الإحصائية لمنماذج الثلاث في مرحمتي التدريب والاختبار  (4)الجدول 
Model  Training Set 

 

 

Validation Set 

 
RMSE R RMSE R 

Wavelet-FFNN 
 

 
  

I 5.59 0.94 2.03 0.95 

II 4.05 0.97 2.29 0.94 

III 2.94 0.98 1.97 0.96 

 
 يعرضاف توافقاً جيداً بيف القيـ المرصودة والمتنبأ بيا بما يتفؽ مع النتائج المبينة في (6)و  (5)الشكلان 

(. 0.96)الجدوؿ ويعكساف جودة تدريب الشبكة واختبارىا بمعامؿ ارتباط 
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 مقارنة بين قيم المشاىدات والقيم المتنبأ بيا (5)الشكل 

 
مخطط مبعثر بين قيم المشاىدات والقيم المتنبأ بيا  (6)الشكل 

 
تبرز أىمية استخداـ أنموذج الشبكات العصبية في قدرتيا عمى تحديد القيـ العظمى والصغرى لمتدفقات لأىميتيا 

دارة المياه في حالات الجفاؼ،  دارة المسائؿ المائية مف تصميـ وتشغيؿ بوابات التحكـ في السدود وا  في التخطيط وا 
،والتصاريؼ  (2m3/sec) التي لا تتجاوز قيميا التصاريؼ الصغرى قيـ مف 10ولتحقيؽ ىذه اليدؼ تـ اختيار 

مف مجموعة التحقيؽ، وتبيف مف النتائج أف التنبؤات ىي أكثر تطابقاً مع  (30m3/sec)العظمى التي تتجاوز قيميا 
، وعمى العكس فيي أضعؼ %9.4القيـ المرصودة في حالة التنبؤ بالقيـ العظمى لمتصاريؼ وذلؾ بخطأ نسبي كمي 

يوضح القيـ المختارة ( 7)الشكل ، %21.7نسبياً  في حالة التنبؤ بالقيـ الصغرى لمتصاريؼ وذلؾ بخطأ نسبي كمي 
. مف التصاريؼ العظمى والصغرى  لممشاىدات مع القيـ المتنبأ بيا
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(a(                                                 )b )

 WNNوالقيم المتنبأ بيا باستخدام  (b)والصغرى  (a)التصاريف العظمى  (7)الشكل 
 

الاستنتاجات والتوصيات 
 مع الشبكة العصبية Wavelet Transformأظيرت الدراسة جدوى اعتماد تقنية تحويؿ المويجات  .1

كأداة لمتنبؤ بقيـ التدفقات الواردة ليوـ مقدماً إلى  (Feed-Forward Back-Propagation) FFPBالاصطناعية 
(. R2=0.96, RMSE=1.97m3/sec) تشريف بدقة 16بحيرة سد 
ىي الأفضؿ في الأداء، حيث أظيرت الدراسة  (6-2-1)تعد الشبكة العصبية ذات الييكمية  .2

استجابة تصاريؼ النير لمتدفقات واليطولات المطرية خلاؿ فترتيف سابقتيف، كما أف نتائج الشبكة العصبية كانت عالية 
، وىذا ىو الميـ في موضوع ىذا البحث، وأقؿ %9.4الدقة في حاؿ التنبؤ بالقيـ العظمى لمتصاريؼ بخطأ نسبي كمي 
 %.21.7دقةً في حاؿ التنبؤ بالقيـ الصغرى لمتصاريؼ بخطأ نسبي كمي 

يمكف استخداـ نماذج عصبية أخرى مثؿ الشبكات العصبية التكرارية التي تتميز باحتفاظيا بأحداث  .3
الماضي واستخداميا في الحسابات الحالية، مما يجعميا ملائمة لمظواىر التي تتضمف تغذية عكسية في سموكيا، 

. بالإضافة إلى دراسة مقدار استجابة النير لعوامؿ مناخية وطبيعية أخرى
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