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  ABSTRACT    

 

Evaporation process is one of the basic components of the hydrological cycle, and the 

exact estimation of evaporation has great importance in water resources systems 

management and water balance studies. This research aims to study the efficiency of using 

artificial neural networks (ANNs) in estimation of daily evaporation from AL-BASEL 

reservoir located in Tartous by using daily meteorological data. The mathematical model 

was built based on four meteorological parameters as the network inputs (i.e. the mean air 

temperature, mean  relative humidity, solar radiation, mean wind speed), and the data of 

daily evaporation, which measured from the American pan class A used as the network 

output for checking its performance accuracy. A multilayer artificial neural network has 

been built by using error Back-propagation algorithm, and the number of hidden layers was 

selected and the number of neurons and activation functions which used in each layer of 

them. The study found that the artificial neural network ANN  of structure (4-28-1) able to 

predict the daily evaporation with high accuracy in the study area as the value of the 

correlation coefficient is (0.844), and the value of the root mean square error  is (1.41 

mm/day) of testing data set. This clearly indicates the possibility of using ANN technique 

of error back-propagation for estimating the daily evaporation. 
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 ممخّص  
 

تُشكِّؿ عممية التّبخر إحدى المكونات الأساسيّة لمدورة الييدرولوجيّة، والتّقدير الدقيؽ لمتّبخر لو أىميّة كبيرة في إدارة 
أنظمة الموارد المائيّة ودراسات الموازنة المائيّة. ييدؼ ىذا البحث إلى دراسة كفاءة استخداـ الشّبكات العصبيّة الصنعيّة 

(Artificial Neural Networks)  في تقدير التّبخر اليومي في محطة سد الباسؿ الواقعة في محافظة طرطوس
باعتماد بيانات مناخيّة يوميّة. حيث بُني الأنموذج الرياضي باعتماد أربعة بارامترات جوية كمدخلات لمشّبكة العصبيّة 

، في الإشعاع الشمسي، سرعة الرياح الوسطيةدرجة حرارة اليواء الوسطية، الرطوبة النسبيّة الوسطية، الصنعيّة، وىي 
كمخرجات مأمولة لمشّبكة المقترحة  Aحيف استُخدمت قيـ التّبخر اليومي المقيسة مف حوض التّبخر الأمريكي صنؼ 

لغرض التحقؽ مف صحة أدائيا. تّـ بناء شبكة عصبيّة صنعيّة متعددة الطبقات باستخداـ خوارزميّة الانتشار العكسي 
 إلى الدراسة دِّد عدد الطبقات الخفية وعدد العصبونات ودواؿ التفعيؿ المستخدمة في كؿ طبقة منيا. توّصمتلمخطأ، وحُ 

( قادرة عمى التنبّؤ بالتّبخر اليومي بدقة عالية في منطقة 1-28-4ذات الييكمية ) ANN الصنعيّة العصبيّة الشّبكة أف
وذلؾ في  (mm/day 1.15قيمة جذر متوسط مربع الخطأ )(، و 0.844الدراسة حيث بمغت قيمة معامؿ الارتباط )

مرحمة الاختبار. ممّا يبيّف فعالية تقانة الشّبكات العصبيّة الصنعيّة ذات الانتشار العكسي لمخطأ في تقدير التّبخر 
 اليومي.

 
 : التّبخر، الشّبكات العصبيّة الصنعيّة، الانتشار العكسي، التنبّؤ.الكممات المفتاحيّة
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 م قدّمة 
المحافظة عمييا مف الشُّح في لؾ يجب أحد أىـ عناصر البيئة، كما أنَّيا مورد اقتصادي ميـ رغـ محدوديتو لذ تُعدُّ المياه

، حيث إفَّ الاستغلاؿ الأمثؿ لمموارد استثمارىا عمى نطاؽ واسع لممساىمة في عممية التنميّة الاقتصاديّةأوقات الجفاؼ و 
 [.1يؽ التّوازف بيف النُّمو السُّكاني المتصاعد والأمف الغذائي ]المائيّة يُسيِـ في تحق

تُشكِّؿ عممية التّبخر إحدى المكونات الأساسيّة لمدورة الييدرولوجيّة، حيث تتعرّض المياه المتجمِّعة في المحيطات 
 مف الموازنة المائيّة لمبحيرات تُمثِّؿ فواقد التّبخر جزءاً كبيراً  والأنيار والتجمعات المائيّة فوؽ اليابسة لمتّبخر.

ّـَ فإفَّ التّقدير الدقيؽ لمتّبخر المُحتَمؿ لو أىميّة كبيرة في إدارة أنظمة الموارد المائيّة ودراسات [2]أو الخزانات  ، ومف ثَ
ة وغير ، حيث استُخدمَت طرائؽ مباشر [3]الموازنة المائيّة في المستجمعات المائيّة وتصميـ الخزانات وأنظمة الرَّيّ 
يعتمد معدؿ التّبخر عمى عدد مف  إذ [.4مباشرة تجريبيّة لتقدير كميّة المياه الضّائعة مف المسطّحات المائيّة الحرّة ]

لى حد ما الضغط مثؿ  العوامؿ الجويَّة  درجة حرارة اليواء، الرطوبة النسبيّة، الإشعاع الشمسي، سرعة الرياح وا 
 .[5]الجوي 

بخر والبارامترات المَقيسة في الباحثيف بدراسات لتقدير التّبخر، منيـ مف قاـ بدراسة العلاقة بيف التّ لقد قاـ العديد مف 
بخر اعتماداً عمى بيانات مناخيّة محطات الأرصاد الجويّة، ومنيـ مف استخدـ العلاقات التجريبيّة لمتنبّؤ وتقدير التّ 

الشّبكات العصبيّة الصنعيّة لمنمذجة في مجاؿ الموارد طريقة (Dawson and Wilby, 1998) مختمفة. فقد اختبر
 [.6المائيّة وكشفت النّتائج أفّ النيج المُعتمَد في تقدير البارامترات الييدرولوجيّة يعطي تنبؤات أفضؿ ]

لجينيّة ( نموذج الشّبكة العصبيّة للانحدار المعمّـ متضمّناً الخوارزميّة ا(Trajkovic et al., 2003بينما طوّر وطبّؽ 
 ET0 [7.]نتح المرجعي -والتّبخر PEمف أجؿ تقدير وحساب التّبخر مف حوض التّبخر 

 Eğirdirلنمذجة التّبخر اليومي المحسوب مف حوض التّبخر مف بحيرة  ANN( نماذج Terzi et al،. 2005استخدـ )
 [.8في الجزء الجنوبي الغربي مف تركيا ]

كنيج بديؿ لتقدير التبخر مف  ANNج مف الشبكات العصبية الصنعية ( نماذKeskin and Terzi, 2006اقترح )
لتقدير التبخر اليومي بالاعتماد عمى بيانات الأرصاد الجوية  ANN. ىدفت  الدراسة إلى تطوير نماذج Eirdirبحيرة 

صبية الصنعية عمى المقيسة، ومقارنة نتائج ىذه النماذج مع نتائج نموذج بنماف، بالإضافة إلى تقييـ قدرة الشبكة الع
تقدير قيـ التبخر بمقارنة نتائجيا مع قيـ حوض التبخر. تضمنت بيانات الأرصاد الجوية المستخدمة القيـ اليومية 
المقيسة لكؿ مف درجة حرارة اليواء والماء، ساعات سطوع الشمس، الإشعاع الشمسي، الضغط الجوي، الرطوبة النسبية 

توافؽ قياسات  Eirdirنماذج الشبكة العصبية الصنعية لتقدير التبخر مف بحيرة وسرعة الرياح. أظيرت النتائج أف 
 .[9]التبخر اليومية وذلؾ بالمقارنة مع نموذج بنماف 

 (Rio de Janeiro)نتح المرجعي في ولاية -لمتنبّؤ بالتّبخر ANN( نماذج (Zanetti et al., in 2007كما طبّؽ 
 [.10عتماد عمى درجات الحرارة الصّغرى والعظمى ]جانيرو في البرازيؿ وذلؾ بالا ريو دي
لتقدير التّبخر اليومي  LRونماذج الانحدار الخطِّي  ANNنماذج الشّبكات العصبيّة الصنعيّة   (Goel, 2009)استخدـ

 [.11مف الخزاف وأظيرت النّتائج نجاحاً لمتنبّؤ بالتّبخر ]
 Support، آلة الدّعـ الموّجو LLR( بتقويـ قدرة ثلاثة نماذج للانحدار الخطي المحمّي (Chuang et al., 2010قاـ 

Vector Machine SVM) والشّبكات العصبيّة الصنعيّة )ANN [ 12لتقدير التّبخر مف الخزانات.] 
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( نموذج شبكة عصبية صنعية لتقدير التبخر في ثلاث محطات مناخية وىي Hormozi et al., 2012اختبر )
Dezful Ahvaz. Abadan  واقعة في اقميـ خوزستاف جنوب غرب ايراف وذلؾ بالاعتماد عمى ست عوامؿ مناخية

)درجة الحرارة الصغرى والعظمى، الرطوبة النسبية الصغرى والعظمى، ساعات السطوع الشمسي وسرعة الرياح(. 
أجرى أيضاً دراسة لممعامؿ الأكثر تأثيراً في تقدير التبخر باستخداـ ىذه التقنية. أشارت نتائج الدراسة إلى أف درجة و 

، بينما كاف لدرجة الحرارة Dezful & Ahavazالحرارة العظمى كاف ليا التأثير الأكبر عمى أداء الشبكة في محطتي 
 . Abadan [13]طة الصغرى، ومف ثـ العظمى التأثير الأكبر في مح

نتح -لتقدير التّبخر LS-SVRمف تطبيؽ نماذج المنطؽ الضبابي  (Kisi, 2013) ,(Guo et al., 2011)تحقّؽ 
المرجعي اليومي لممحصوؿ في موقعيف في جنوب ولاية كاليفورنيا حيث اشتممت الدراسة عمى الأساليب التجريبيّة 

-LSلممقارنة مع نماذج  ANNsتّبعت نمط التغذيّة الأماميّة لنماذج )بريستمي تايمور، ىارجريفز وطرائؽ ريتشي(، وا
SVR [14,15.] 

يتبيف مف استعراض الدراسات السابقة الاىتماـ الكبير في إيجاد نماذج قادرة عمى التنبؤ بقيـ التبخر كونو يشكؿ أحد 
حيث وجد في ىذه  وازنة المائية،ميـ عمى عممية المالمكونات الأساسية لمدورة الييدرولوجية، ولما لو مف تأثير 

 الدراسات:
  الصنعي تفوؽ الشبكات العصبية الصنعية وتقانات الذكاءArtificial Intelligence  عمى الطرائؽ الرياضية

 .والإحصائية الأخرى المعتمدة في تقدير التبخر
  أعطت نتائج أدؽ بالمقارنة مع مؤخراً في الدراسات الحديثة لمتنبؤ بالتبخر حيث  الصنعيتطبيؽ تقانات الذكاء

 النماذج التجريبية.
  فعاليّة نماذج الػشبكات العصبية الصنعية ذات الدواؿ قطرية الأسس في تقدير التبخر مف حيث سيولة البناء

  والسرعة العالية في التدريب وتفوقيا عمى شبكة الانتشار العكسي.
  باستخداـ نماذجلتقدير التّبخر  أجريت بعض الدّراسات في سورية (ANNs)، أي نموذج  لكف لـ يتـ إعداد

 رياضي لمنطقة البحث محطة سد الباسؿ.
 

 واىدافو : أىمية البحث 
دارة النظـ  تبرز أىميّة التّقدير الدقيؽ لمتّبخر في تخطيط وتنمية الموارد المائيّة ولعلاقتو بتصميـ شبكات الرَّيّ وا 

 يّة.الييدرولوجيّة والييدروليكيّة والزراع
رياضي بالاعتماد عمى تقانة  ييدؼ البحث إلى التنبّؤ بالتّبخر اليومي في محطة سد الباسؿ عف طريؽ بناء أنموذج

درجة حرارة اليواء الوسطية، الرطوبة النسبيّة الشَّبكات العصبيَّة الصنعيَّة، وباستخداـ القيـ اليوميّة لمعوامؿ المناخيّة: 
 .الرياح الوسطية الوسطية، الإشعاع الشمسي وسرعة

 موقع منطقة البحث
عف مدينة  7kmيقع سد الشييد باسؿ الأسد عمى نير الأبرش في محافظة طرطوس، وتـ بناؤه عند قرية اليازدية ويبعد 

جنوب منطقة صافيتا  تقع محطة سد الباسؿ  (.2(، و)الشكؿ 1جنوب شرؽ مدينة طرطوس )الشكؿ  20kmصافيتا، و
( ''28'76˚34معت البيانات مف محطة سد الباسؿ المناخيّة الواقعة عمى خط عرض )في محافظة طرطوس، وقد ج

 (.3ـ كما يبيَف الشكؿ )141 وترتفع عف مستوى سطح البحر ( شرقاً،''66'08˚36شمالًا، وعمى خط طوؿ )
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 .سد الباسل في طرطوس. 9الشكل 

 

 موقع بحيرة سد الباسل.. 4الشكل 
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 طرائق البحث ومواده
تعتمد ىذه الدراسة عمى بناء أنموذج رياضي لمشّبكة العصبيّة الصنعيّة، التي تُعرّؼ بأنَّيا نظاـ حاسوبي يُحاكي بآليَّة 

(، حيث إنَّيا تكتسب 4الحيويّة الموجودة في دماغ الإنساف كما في الشكؿ )عممو وشكمو ومضمونو الشّبكة العصبيّة 
المعرفة بالتّدريب، وتُخزَّف ىذه المعرفة باستخداـ قوى وصؿ داخؿ العصبونات تُسمَّى الأوزاف التّشابكيّة. نستطيع تدريب 

 [.16الشّبكة لحؿ مسألة ما عف طريؽ ضبط قيـ الأوزاف التشابكيّة بيف العناصر ]

 
 

 .مموقع العام لمنطقة البحثصورة فضائية ل. 3الشكل 

 

 .[47]*ة والنموذج الحسابي المكافئ ط لمخمية العصبيّ . التمثيل المبسّ 1الشكل 

 

 محطة سد الباسل

 

 محطة سد الباسل
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تتكوّف الشّبكات العصبيّة ذات التغذيّة الأماميّة مف عدة وحدات معالجة ىي الخلايا العصبيّة، وتُرَّتب كؿ شبكة بشكؿ 
طبقة واحدة أو أكثر مف الطّبقات الخفيّة طبقات مف العصبونات الصنعيّة، طبقة دخؿ وطبقة خرج يتوضّع بينيما 

 (.5الشكؿ )

 
 
 

 .[18معالجة المعمومات مف خلاؿ مكونات الشّبكة العصبيّة الصنعيّة ] تبُيِّف الخطوات الآتيّة كيفيّة
  .تتّـُ معالجة المعمومات في عناصر معالجة بسيطة تُدعَى العصبونات 
  .تمرُّ الإشارات بيف العصبونات عبر خطوط ربط 
  .يُرفَؽ كؿ خط ربط بوزف معيَّف )قيمة عدديّة( ويُضرَب بالإشارات الدّاخمة إلى العصبوف 
 كة )مجموع إشارات الدَّخؿ الموزونة( لِيُحدِّد يُطبَّؽ عمى كؿ عصبوف تابع تنشيط )عادةً غير خطِّي( إلى داخؿ الشّب

 إشارة الخرج النّاجمة عنيا.
يُقصَد بالتغذيّة الأماميّة لمشّبكات انتشار البيانات مف طبقة لأخرى بشكؿ متسمسؿ وفؽ مسار أمامي فقط؛ أي مف طبقة 

بقة الخرج، ومف الأمثمة عمى ىذا النوع الدّخؿ إلى الطّبقة الخفيّة الأولى ومنيا إلى الثانية، وىكذا حتى الوصوؿ إلى ط
 Artificial Neural) Network of Error Backمف الشبكات، الشبكة العصبية ذات الانتشار العكسي لمخطأ

Propagation وتُسمَّى بشبكة الانتشار العكسي لمخطأ، لأفّ كؿ قيمة خرج يتـ طرحيا مف القيمة المقابمة ليا في .)
ح يُمثِّؿ الخطأ، يُستخدـ ىذا الخطأ لضبط أوزاف الشّبكة عف طريؽ نشر ىذا الخطأ وفؽ مسار شعاع اليدؼ وناتج الطر 

 .[19عكسي لمرحمة حساب الخرج؛ أي مف طبقة الخرج عبر الطّبقات الخفيّة إلى طبقة الدّخؿ ]
 [.20ونُورد فيما يمي آليّة عمؿ الشّبكات العصبيّة الصنعيّة ذات الانتشار العكسي لمخطأ ]

 

 ذات التغذية الأماميّة المتعددة الطبقات. ةة الصنعيّ بكة العصبيّ لشّ ا. 5الشكل 
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 (Feedforward) أولًا: مرحمة التغذيّة الأماميّة
 يرتبط الخرج 

في   j( لشبكة التغذيّة الأماميّة مع الدّخؿ مف الخمية العصبيّةk-1في الطّبقة ) )iلمخمية العصبيّة )    
   بوساطة عامؿ تحميؿ حقيقي ) kالطّبقة اللاحقة 

 .) 
 (.k: دليؿ الخمية في الطّبقة )j(؛ k-1في الطّبقة ) : دليؿ الخميةi(؛ I,IIk =: دليؿ الطّبقة )kحيث: 

 لحساب الخرج 
 [ يُنجَز بالعممية الحسابيّة الآتيّة:k= I,II] kلمطّبقة  jفإف الخمية العصبيّة   

  
    [∑ (   

    
   )    

 
   ]                     (1) 

  
     

     
   

: شعاع   ؛ Transfer function): دالة التحويؿ )  ؛ k-1: عدد الخلايا أو الوحدات في الطبقة Nحيث: 
 الانحياز. 

 (Back Propagation of Errorثانياً: مرحمة الانتشار العكسي لمخطأ )
( وفؽ المعادلتيف ( ومعامؿ تصحيح الخطأ )MSEيتـ احتساب الخطأ في وحدة المخرجات ومُعدّؿ مربع الخطأ )

 الآتيتيف:
(2                    )        

 

   
∑            

           
(3                                                 )δ   

    

     
         

: معامؿ تصحيح الخطأ  (؛Target: المخرجات المأمولة )  معدؿ مربع الخطأ في وحدة المخرجات؛  err:حيث: 
(Delta.) 

 ((Reinitialize Weightsثالثاً: مرحمة تحديث الأوزاف 
 يتـ تحديث الأوزاف وعامؿ الانحياز كما ىو معطى أدناه:

(4                                    )                                              
(5                                      )                                               

 : معامؿ تصحيح عامؿ الانحياز.  : معامؿ تصحيح الوزف؛   حيث: 
 :[21تصميـ الشّبكات العصبيّة يمرُّ بنفس المراحؿ التي تتطمّبيا عممية النمذجة التقميديّة، إذ يتضمّف المراحؿ التاليّة ]

 (Topology( وخوارزميّة التعمّـ المناسبة )Transformationىيكمية الشّبكة )البنية اليندسيّة( المناسبة ) اقتراح .1
 (Training) مرحمة التدريب .2
 (Validationإف وجدت ) مرحمة التحقّؽ وتشخيص الأخطاء .3
 (Testingمرحمة الاختبار والفحص ) .4

، حيث يُنصح ((Reinitialize Weightsيحتاج أسموب الشّبكات العصبيّة الصنعيّة لإجراء عممية تقييس لمبيانات 
دائماً بمعايرة مدخلات ومخرجات الشّبكة، وذلؾ لأجؿ أف تكوف قيميا متقاربة أي ضمف مدى قصير لتقميؿ قيمة الخطأ 

 [.22,23المُقيَّسة تجعؿ التدريب سريعاً وتُحسِّف أداء الشّبكة ]بيف نتائج الشّبكة والنتائج المقيسة، كما أفّ القيـ 
 توجد عدّة طرائؽ لإجراء عممية التّقييس نذكر منيا:
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 ( طريقةKumar[ )24] 
           [          

           
]                  (6) 

  
 ( طريقةAL-Hatem) [21] 

        [
         

         
]                             (7)                       

: أدنى قيمة داخمة؛       : معدّؿ القيـ الدّاخمة؛        : القيـ المعدّلة؛        : القيـ الأصميّة؛  حيث: 
 : أقصى قيمة داخمة.      

مناخيّة يوميّة لمحطة سد الباسؿ جُمعت مف محطة سد الباسؿ المناخيّة في محافظة اعتمدت ىذه الدراسة عمى بيانات 
قيمة يوميّة لكؿ مف درجة حرارة اليواء الوسطية،  1473(، وتتضمف ىذه البيانات 2015-2009طرطوس بيف عامي )

حيث  (Class A)الإنائي  الرطوبة النسبيّة الوسطية، الإشعاع الشمسي وسرعة الرياح الوسطية بالإضافة إلى التّبخر
 لغرض التحميؿ الإحصائي ليذه البيانات. MINITABاستخدـ برنامج 

( لمحاكاة الشّبكة العصبيّة الصنعيّة وتدريبيا NN-Toolboxوالأدوات الممحقة بو ) MATLABاستخدـ برنامج 
واختبارىا. توجد معايير مختمفة لمتّحقؽ مف الأداء الأفضؿ لمشّبكة العصبيّة، وفي ىذه الدراسة تّـَ استخداـ معامؿ 

 .RMSEومتوسط مربع الخطأ  R الارتباط
 

  النتائج والمناقشة
الذي يتميز بقدرتو عمى معالجة المعطيات، وتـ الحصوؿ   MINITABأجريت دراسة إحصائية لمبيانات باستخداـ برنامج

 عمى قيـ مقاييس الإحصاء الوصفي وىي:
 (Meanالمتوسط الحسابي )
 (Standard deviationالانحراؼ المعياري )

  (Varianceالتبايف )
 (Mininumالقيمة الصغرى )

 (Medianالوسيط )
 (Maximumالقيمة العظمى )

، سرعة      الإشعاع الشمسي ،     ، الرطوبة النسبية الوسطية   حرارة اليواء الوسطية  وذلؾ لكؿ مف درجة
قيـ التبخّر الإنائي اليومي لمعدد الكمي  (6)الشكؿ (، ويبيف 1كما في الجدوؿ رقـ ) E التبخر،     الرياح الوسطية 

 لمبيانات المستخدمة في الدراسة.
 .الإحصائيّة لمعوامل المناخيّة المستخدمة: بعض المؤشّرات (1)الجدول 

القيمة 
 العظمى

القيمة 
 الصغرى

 التبايف الوسيط
الانحراؼ 
 المعياري

المتوسط 
 الحسابي

 المؤشرات الإحصائية
 

 المتغيرات المناخية
 ((C  درجة حرارة اليواء 9.4201 6.130 37.575 19.050 5.900 32.450
 ((h الإشعاع الشمسي 7.836 4.275 18.276 8.500 0.000 96.000
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 ((mm/sec سرعة الرياح 2.2557 1.6074 2.7903 1.6000 0.3000 13.0000
 (%) الرطوبة النسبية 68.603 9.227 85.135 70.000 22.500 91.000
 ((mm/day التبخر 4.0712 2.1238 4.5106 3.9000 0.1000 7.9000

 

 
 
 

بغرض الحصوؿ عمى أفضؿ ىيكمية لمشّبكة العصبيّة الصنعيّة، أدخمت البيانات عمى شكؿ مصفوفة مكونة مف أربعة 
 1473صفوؼ تمثّؿ درجة حرارة اليواء الوسطية، الرطوبة النسبيّة الوسطية، الإشعاع الشمسي، سرعة الرياح الوسطية و

عموداً، كما أدخمت بيانات المخرجات لمجموعة التدريب عمى شكؿ مصفوفة مكونة مف صؼ واحد يتضمف قيـ التّبخر 
% لمجموعة التدريب 70اليومي المقيسة، ثّـَ قسّمت البيانات إلى ثلاث مجموعات لمتدريب والتّحقؽ والاختبار بنسبة 

لقياس كفاءة الشّبكة العصبيّة الصنعيّة ولمتّأكد إذا تّـَ تدريب % لمجموعة الاختبار، وذلؾ 15% لمجموعة التّحقؽ و15و
 الشّبكة بشكؿ صحيح.

شُكِّمت الشّبكة العصبيّة الصنعيّة بحيث تتضمف طبقة مدخلات مكونة مف أربعة عصبونات تمثّؿ درجة حرارة اليواء 
. وطبقة مخرجات مكونة مف عصبوف الوسطية، الرطوبة النسبيّة الوسطية، الإشعاع الشمسي و سرعة الرياح الوسطية

واحد يمثّؿ التّبخر اليومي، في حيف حُدِّد عدد العصبونات في الطبقة الخفية بالتجريب وذلؾ بتغيير عدد العصبونات في 
الطبقة الخفية مع تثبيت خوارزمية التدريب ودواؿ التفعيؿ وتقييس البيانات باستخداـ إحدى طرائؽ التقييس حيث اعتمدنا 

(، ومف ثـ تدريب الشّبكة حتى الحصوؿ عمى أقؿ قيمة لمتوسط مربع الخطأ لعدد ثابت Kumar)البحث طريقة  في ىذا
 .1000مف الدورات التكرارية مقداره 

 28 -عصبونات لطبقة المدخلات 4( )4-28-1ذات الييكمية ) وقد تّـَ التّوصؿ إلى أف الشّبكة العصبيّة الصنعيّة
 ف واحد لطبقة المخرجات( ىي الشّبكة الأفضؿ مع استخداـ دالة تفعيؿعصبو  -خفيةالطبقة عصبوف لم

 Transfer Function Tansigmoid الخفية وفي طبقة الخرج، وبالاعتماد عمى خوارزمية التعمـ  الطبقة في
(Levenberg Marquardt (LM)). 
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 .المستخدمة في الدراسة اليومير الإنائي بيانات التبخّ . 6الشكل 
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 التوصل إليو.: المعايير الإحصائية لنموذج الشبكة العصبية الصنعية الذي تم (2)الجدول 

مجموعة 
 الاختبار

مجموعة 
 التحقؽ

مجموعة 
 التدريب

كامؿ 
 البيانات

المعايير 
 الإحصائية

دالة التفعيؿ 
في طبقة 
 الخرج

دالة التفعيؿ 
في الطبقات 

 الخفية
 بنية الشبكة

0.844 0.836 0.844 0.842 R 
Tansig Tansig 

(
4-

28
-1

) 

1.15 1.24 1.12 1.14 RMSE 

أداء الشّبكة العصبيّة الصنعيّة لممجموعات الثلاث حيث يظير نقطة توقؼ التدريب لدورات تكرارية  (7يبيّف الشكؿ )
أقؿ عدداً مف الدورات التكرارية في حاؿ الاعتماد عمى مجموعة التدريب فقط وبمعدؿ متوسط مربع الخطأ 

0.025372. 

 
 
 

تّـَ إجراء تحميؿ إحصائي باستخداـ تحميؿ الارتباط لإيجاد التوافؽ الخطي بيف مخرجات الشّبكة المقترحة وبيانات التّبخر 
لمجموعة ( 0.836( لمجموعة التدريب و)0.844الإنائي الحقيقيّة، فكانت معاملات الارتباط لممجموعات الثلاث ىي: )

( لمعدد الكمي لمبيانات كما ىو مبيّف في الشكؿ 0.842( لمجموعة الاختبار، ومعامؿ الارتباط الكمي )0.844التّحقؽ و)
موائمة النموذج و وىذا يدؿ عمى مقدار ارتباط  (، حيث نلاحظ اقتراب معظـ القيـ الناتجة عف النموذج مف خط8)
 بيانات الحقيقة.لم

 .)الاختبار، حقيقالتّ ، التدريب( الثلاث حلراالم في المقترحة الصنعيّة ةالعصبيّ  بكةالشّ  . أداء7الشكل 
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( مقارنة بيف القيـ الحقيقيّة لمتّبخر اليومي والقيـ المتنبّأ بيا باستخداـ الشّبكة العصبيّة الصنعيّة 9يوضّح الشكؿ )
عف نموذج الشبكة، حيث اختيرت المقترحة خلاؿ مرحمة الاختبار، ويظير توافؽ معظـ القيـ الحقيقية مع القيـ الناتجة 

 القيـ المستخدمة في ىذه المرحمة بشكؿ عشوائي مف البيانات الأساسيّة، وىي لـ تدخؿ في عمميتي التدريب والتحقؽ.
 

 .)الاختبار ق،حقيالتّ ، التدريب) الثلاث حلاالمر  في الارتباطمعاملات  .8الشكل 
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 الاستنتاجات والتوصيات
  قدرتيا عمى التنبّؤ بالتبخّر الإنائي اليومي في محطّة ( 1-28-4)أثبتت الشبكة العصبيّة الصنعية ذات الييكميّة

( mm/day 1.15( وقيمة جذر متوسط مربع الخطأ )0.844قيمة معامؿ الارتباط )سد الباسؿ المناخيّة، حيث بمغت 
 في مرحمة الاختبار لمشبكة؛

  وبيانات التّبخر المقيسة بوساطة حوض التّبخر بمعامؿ  الصنعيّةيوجد توافؽ خطِّي بيف مخرجات الشّبكة العصبيّة
( mm/day 1.14( وجذر متوسط مربع خطأ كمي مقداره )0.842ارتباط كمي بيف القيـ المقيسة والمتنبّأ بيا مقداره )
استخداـ ىذه التّقانة لتقدير التّبخر اليومي في محطة سد الباسؿ بكفاءة وذلؾ لمجموعة البيانات الكمية، ممّا يبيّف إمكانية 

درجة حرارة اليواء الوسطية، الرطوبة النسبيّة الوسطية، الإشعاع الشمسي وسرعة الرياح عالية اعتماداً عمى قيـ 
 ؛الوسطية

 اع الشمسي وسرعة الرياح عمى إجراء تحميؿ حساسية لدراسة تأثير كؿ مف درجة الحرارة والرطوبة النسبيّة والإشع
لمحصوؿ عمى أكبر دقّة ممكنة في عمميّة الصنعيّة تقدير التّبخر في محطة سد الباسؿ باستخداـ الشّبكة العصبيّة 

 ؛التنبّؤ
  مقارنة نماذج الشبكات العصبية الصنعيّة مع تطبيقات الذكاء الاصطناعي الأخرى مثؿ المنطؽ الضّبابي

 .والخوارزميات الجينيّة
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 مقارنة بين القيم المقيسة والمتنبّأ بيا خلال مرحمة الاختبار.. 9الشكل 
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