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 ممخّص  
 
ىر واالظ أكثر منRainfall_Runoff (R_R)  النيريالجريان  و عتبر العلاقة بين اليطل المطريت  

لخصائص الأحواض النيرية  كبيرباين المكاني والزمني التلم نظراً  ،خطيةالغير طبيعتيا  بسبب تعقيداً الييدرولوجية 
تحقيق ت سيم في و  ،)فيضانات وجفاف( كما تمعب دوراً ىاماً في التنبؤ بالأحداث المتطرفة ،وأنماط ىطول الأمطار

اليطل المطري_الجريان النيري  بين علاقةالنمذجة ة. تيدف ىذه الدراسة إلى الإدارة الجيدة لمشاريع تنمية الموارد المائي  
 ،Artificial Neural Network (ANN)العصبي ة الاصطناعي ة  ةفي حوض نير الأبرش باستخدام تقانة الشبك

فة إلى بيانات بالإضا ،منسوب المياه في بحيرة سد الباسل ،التبخر ،لميطل المطريعمى البيانات اليومية والاعتماد 
 أظيرت وقد .Matlabباستخدام برنامج  (2009-2013)الجريان النيري السابق للأشير الماطرة الممتدة بين عامي 

 ،R=%98.15  ارتباطبمعامل  أداءأعطت أفضل  (1-10-11) الييكمية ذات الاصطناعية العصبية الشبكة أن النتائج
m3 1.3721= الخطأع متوسط مرب   وجذر

/s RMSE العصبية الشبكة تقانة الدراسة أن   ثبتتألال مرحمة الاختبار، خ 
  لمنطقة البحث. R_Rفي نمذجة العلاقة  جيدة نتائج قد مالاصطناعية ت

 
 .اليطل المطري_الجريان النيري ،النمذجة ،ةة الاصطناعي  : الشبكة العصبي  ةالكممات المفتاحيّ 
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  ABSTRACT    
 

  Rainfall _ Runoff relationship (R-R) is one of the most complex hydrological 

phenomena because of its nonlinear nature, due to the large spatial and temporal 

variability of the watershed characteristics and rainfall patterns, It also plays an important 

role in predicting  the extreme events (floods and droughts), and it contributes to a good 

management for water resources development projects. This study aims at modeling the 

relationship between rainfall and runoff  in Al-Abrash catchment using Artificial Neural 

Networks technology (ANN), and depending on the daily data of rainfall, evaporation, 

water level in Al-Bassil  lake, as well as data of the previous runoff for the rainy months 

between (2009-2013) using Matlab program. The results showed that ANN (11-10-1) gave 

the best performance with a correlation coefficient equals 98.15%, and a root  mean square 

error equals 1.3721 m
3
/s for testing data set, The study proved that artificial neural 

network technology offers good results in modeling the Rainfall_ Runoff  relationship for 

research area.                                                                                       
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 مقدمة
لمتنبؤ  ن السطحي ميمة جداً تحميلات الجريا وت عد   ،من مصادر المياه في العالم اً ميم اً ت شكِّل الأنيار جزء

اً في تصميم كما تمعب دوراً حيوي   ،الم حتممة أضرارىالمتخفيف من مثل الفيضانات والجفاف  المتطرفة الطبيعية بالأحداث
لذا  ،اوغيرىالمياه ب الإمداد والسدود ومشاريع المحمولة قنيةالأارد المائية مثل ريع المو وتشغيل المكونات المختمفة لمشا

 [.1]وتحديد الجريان السطحيالحوض ىيدرولوجيا ىو فيم  الأحواض النيريةة لتطوير خط   ةسبق لأي  الشرط الم  كان 
لكن طريقة تحويل  ن السطحي.والمصدر الرئيسي لمجريا ،ويشكل اليطل المطري العنصر الرئيسي لمدورة الييدرولوجية

يمكن  [.2]وتتعرض لمتقمبات الزمنية والمكانية  ،غير خطية ،ديناميكية فيي ،لمغايةمعقدة  سطحيالأمطار إلى جريان 
 إلى محاكاة سموك التي تيدفالفيزيائية  النماذج ىو الأول: ان السطحي إلى قسمينبحساب الجريؤ التنب   تقسيم طرائق

 الييدرولوجيةالعمميات  في فيم  فيزيائية تساعدالنماذج ال أن  مى الرغم من وع ،استخدام إطار رياضيب اكبةالأحواض الس  
 رياضيةأدوات كما تتطمب  ،أو مكمفة ةفر اغير متو تكون  عادةً  التي من البيانات اً كبير  اً عدد تتطمبلكنيا  ،المنفصمة

ىو  الثانيالقسم . و طويلاً  تستغرق زمناً  و ةمحدودتكون يقيا ة تطبإمكاني   فإن  بالتالي  ،ستخدموخبرة كبيرة لمم   متطورة
ع جريان لتوق  عوامل المناخية ال و لمجريان السطحي البيانات التاريخية والذي يحاول استخدام ،النيج القائم عمى البيانات

 تي المتوسط المتحركالانحدار الذا نماذجب النماذج الخطية المتمثمة ىذه الفئة وتشمل .[4,3] المياه في المستقبل

(ARIMA) Autoregressive Integrated Moving average، الذكاء  والنماذج المعتمدة عمى تقانات
خرجات دخلات والم  قدرتيا عمى استخراج العلاقات بين الم  المتميزة ب ،Artificial Intelligence (AI)  الاصطناعي

 نماذج الشبكة العصبية الاصطناعيةومن أىميا  ،ض النيريةللأحوادون حاجة إلى فيم مفصل لمخصائص الفيزيائية 
(ANN)،  اس تخدامت بشكل متزايد في مختمف جوانب العموم واليندسة بسبب قدرتيا عمى نمذجة كل من النظم التي

  عظم الأساليب الإحصائيةبيا م  ة التي تتطم  ضمني  الفتراضات الاأي  من وغير الخطية دون الحاجة إلى  الخطية
                                                                                 [. 6التعامل مع بيانات غير مكتممة ]ي مكنيا و  ،عدداً كبيراً من البياناتكما أنيا لا تتطمب  ،[5] ميديةالتق

اطق مختمفة من العالم في من الجريان النيري_نمذجة العلاقة بين اليطل المطري حاول العديد من الباحثين -
 مختمفة أخرى: وطرائقباستخدام الشبكات العصبية الاصطناعية 

لبيانات ا مستخدماً  ،إيران في Jarhiنير حوض في R_Rعلاقة  (Solaimani, k. 2009درس)حيث  -
س حيث در  ،(-19692000) بين عامي لمفترة الزمنية الجريان السابق درجة الحرارة و ،لميطل المطري الشيرية

 الأخير قحيث حق   ،معاً  السابق اليطل والجريان لمحرارة و ثم ،قطفكتابع لميطل ثم  ،فقط الجريان كتابع لدرجة الحرارة
 كفاءةأظيرت الدراسة كما  ،عمى الترتيب = R(0.47,0.96,0.99) الارتباط تاملالقيم مع وفقاً  ،فضل الأ الأداء

 [.7]في السرعة والأداء Levenberg-Marquardt ((L-M خوارزمية التعم م
حوض نير في   الة لمجريان السطحيتناولت تقييم البارامترات الفع    ةدراس (2014 ،وآخرون )عمار مقد  -

درجة  بياناتعمى  الإدخالالنموذج الذي يحوي في طبقة  أثبتت النتائج أن ،Elmanباستخدام شبكات  الكبير الجنوبي
 يعطي أفضل أداء مقداره ثلاثة أيام بتأخر زمني جريانقيم سابقة لمو  يطل المطريال ،التبخر ،الرطوبة النسبية ،حرارةال

R بدق ة
 .R-R[8]في نمذجة العلاقة نتائج جيدة  قد مت Elmanأن  شبكات  و ،(0.96)= 
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 Seybouseفي حوض نير  R_Rدراسة لنمذجة العلاقة في الجزائر  ((Aichouri, I. et al., 2015 أجرى-
باستخدام بيانات اليطل  ،يننتظم  ىطول الأمطار والجريان السطحي غير م   حيثالبحر المتوسط مناخ يتبع الذي 

ونموذج  ، MLP multilayer perceptronالاصطناعية أداء نموذج الشبكة العصبيةبالمقارنة بين و  ،والجريان
أكثر ملاءمة لمتنبؤ  MLPأظيرت النتيجة أن  نموذج  ،MLR multiple linear regression ار الخطيدالانح

  .[9]عمى الترتيب ،=R((0.89 ,0.921 وفقاً لقيم معامل الارتباطوذلك   MLRبجريان النير من نموذج
بالمقارنة بين  ،في الصين Jinsh ( دراسة لمتنبؤ بالفيضان في حوض نير(Tayyab, M. et al., 2016قد م -

والشبكة  ،feed forward back propagation (FFBPNN)الشبكة العصبية ذات الانتشار العكسي لمخطأ 
 الشعاعي والشبكة العصبية ذات الأساس ،generalized regression (GRNN) مالعصبية ذات الانحدار المعم  

(RBFNN) radial basis function،  ق تفو   ةأظيرت نتائج الدراسوFFBPNN، حيث كانت قيم معامل الارتباط 
  .[10]عمى الترتيب ، =R (0.99(0.89 ,0.92 , لمشبكات الثلاث

( خوارزمية الانتشار العكسي لنمذجة العلاقة بين اليطل المطري Patel and  Joshi, 2017استخدم )-
بيانات اليطل الشيرية والسنوية للأشير الماطرة الممتدة من  باعتماد ،في اليند Dharoiلحوض والجريان النيري  

الشبكة التي احتوت عمى  وتوصم ت الدراسة إلى أن ،(2014-1986)بين عامي شير حزيران حتى شير تشرين الأول 
R) ةبدق    أفضل نتيجةة خفي  في الطبقة ال اً عصبون 68و خفيتينطبقتين 

 =0.99, RMSE=8.73)[11]. 
ومن خلال استعراض كم كبير من الدراسات المرجعية يتبين أىمية العلاقة بين اليطل والجريان بشكل عام من 

الكبيرة لنير الأبرش كان من المفيد جدا حواض ونظرا للأىمية الاقتصادية الموارد المائية في مناطق ىذه الأ إدارةأجل 
 دراسة العلاقة بين اليطل والجريان في حوض ىذا النير.

 
 ة البحث وأىدافوأىميّ 

لفيضانات الممكن حدوثيا بؤ باالتنت عد  نمذجة العلاقة بين اليطل المطري_الجريان النيري ميمة جدا  من أجل 
 وذلك من أجل ،ساعد في استكمال البيانات الناقصة  لميطل المطري والجريان النيريت اكما أني ،لمتخفيف من أضرارىا

 .ةرد المائيامو الإسيام  في تحقيق الإدارة الجيدة لم
لزراعية والتجمعات حيث تنتشر الأراضي ا ،نير الأبرش من الموارد المائية اليامة في حوض الساحليعتبر 

 ،وفي سيل عك ار السكانية والمنشآت السياحي ة والزراعية عمى أطراف سرير النير وعمى أطراف بحيرة سد الباسل
الأراضي  ريفي مياىو لمن حاجة الناس وجاءت أىمي ة البحث  ،توجد عمى جوانب واديو الأدنى بعض الآثار القديمةو 

ك الخسائر التي يمكن أن تحدث في المنطقة السيمية في حال حدوث وكذل ،والاستخدامات الأخرى الزراعية
  فيضان في فصل الشتاء.

     نموذج رياضي لمعلاقة بين اليطل المطري_الجريان النيري في حوض نير أييدف ىذا البحث إلى وضع 
                                   .(ANN) العصبي ة الاصطناعي ة ةالشبكتقانة الأبرش باستخدام 
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                                  ث                                                                                البح منطقة

ويشكل جزءاً من حوض الساحل  ،يقع حوض نير الأبرش في الجزء الجنوبي الشرقي من محافظة طرطوس
 وبين خطي ،شمالاً  ″58 ′55 °34و″27 ′40 °34 بين خطي عرض ، السوري الممتد عمى سواحل البحر المتوسط

يقع نير الأبرش عمى المنحدرات الغربية لمجبال الساحمية عمى حيث . شرقاً ″47 ′18 °36  و°35  56′ ″57 طول
في  2كم 26و ،في محافظة طرطوس 2كم 207يقع منيا نحو ،2كم 235ومساحة حوضو كم 41طولو  ،م750 ارتفاع 

أما متوسط انحدار المجرى  ،كم 10و 5ويتراوح عرض الحوض بين ،في محافظة حماه 2كم 2ونحو ،صمحافظة حم
ومن الغرب البحر المتوسط ومن  ،نير الأبرش من الشرق حوض نير العاصي يحد حوض ،0.0183 المائي فيبمغ

يصب نير الأبرش في و  ومن الجنوب والجنوب الشرقي حوض نير الكبير الجنوبي. ،المنطار ي الغمقة والشمال حوض
موقع حوض نير الأبرش بالنسبة ( 1ح الشكل)وض  . وي  جنوبي بمدة الحميدية كم3 عمى مسافة البحر المتوسط 

ح كما ،للأحواض المجاورة  ة.ة السوري  ة العربي  بالنسبة لمجميوري   الموقع العام لحوض الساحل (2الشكل) يوض 

 

 ( موقع حوض نير الأبرش بالنسبة للأحواض المجاورة1الشكل)
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  هموادو  لبحثطرائق ا

 (ANN)الشبكات العصبية الاصطناعية 
وتدور فكرة الشبكات العصبية  ،عتبر الشبكات العصبية الاصطناعية من أىم مجالات الذكاء الاصطناعيت  

بنية  عن عبارة وىي ،(3كما ىو مبين في الشكل) الآليالاصطناعية حول محاكاة العقل البشري باستخدام الحاسب 
شابو تتو  قوى اتصال بين العصبونات تسمى الأوزان. و ،عقد لجة تسمى عصبونات أومكونة من وحدات معا رياضية

من قبل بيئة الشبكات العصبية من خلال  ب المعرفةكتس  ت  حيث  ،العقل البشري من ناحتينمع الشبكات العصبية 
 [.12]ضمن الأوزان التشابكية  المعرفة تخزينب وتقوم ،معممية التعم  

 
 [13]في الشكل والأداء لعصبون الاصطناعي للعصبون البيولوجيمحاكاة ا (3الشكل)

   

 في سورية الموقع العام لحوض الساحل (2الشكل)
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 الاصطناعي آلية عمل العصبون
العصبون الاصطناعي ستقبل يحيث  ،[14العصبونات ىي وحدة المعالجة الأساسية في الشبكة العصبية ]

لمقيمة الإضافية  ثم تجمع النتائج ،Wi (Weights) ضرب كل عنصر دخل بالوزن الموافق لوثم ي   ،xi عناصر الدخل
  :الآتية وفق المعادلة bjالتي تدعى بالانحياز 

   ∑    

 

   
      

وىذا التابع يحد من  ،(Activation functionجرى عممية إدخال ومعالجة الإشارة في تابع التفعيل )ت   بعد ذلك
[ لينتج بذلك خرج 1+ ,1-أو] [1 ,0مجال ]حيث يجعل الخرج ضمن ال ،خرج العصبون لذلك يسمى تابع التخميد

أوزان التوصيل ىي الروابط بين العصبونات في الطبقات حيث أن   (.3كما يظير في الشكل) y الشبكة العصبية
وزن اتصال  روابط ليا ساطةفي الطبقة التالية بو  رتبط كل عصبون في طبقة معينة بجميع العصبوناتيو  ،المتتالية

  .[15] لمناسب وقابل لمتعدي
 (MLP_FFNN)ذات التغذية الأماميةمتعددة الطبقات  ىيكمية الشبكة العصبية الاصطناعية

 باتجاهتتدفق المعمومات عمى التوالي  حيث ،من اتجاه تدفق المعمومات "ةذات التغذية الأمامي  "طمقت تسمية أ  
في الشبكة العصبية  العصبوناتتم ترتيب ي .لخرجإلى طبقة ا ةخفي  أي من طبقة الإدخال عبر الطبقة ال ،فقطالأمام 

لا  الطبقة مخرجاتأي  طبقة تعمل بالتوازي المنطقيالفي  العصبوناتكل  ،الاصطناعية في مجموعات تسمى طبقات
 .[16]الطبقة الواحدة عصبوناتلا يوجد أي ترابط بين  كما ،في الطبقة التي تمييا تؤثر إلا

   :(4كما يظير في الشكل ) ي لمشبكة عادة من ثلاث طبقاتويتكون الييكل الأساس
 ،فيي ببساطة مكان تغذية الشبكة بالبيانات ،: لا تقوم بأي عممية معالجة layer ( inputطبقة الإدخال )-1

                                                                 طبقة الدخل بنقل المعمومات إلى الطبقة الخفي ة.تقوم 
وقد تحتوي الشبكة العصبية  ،حيث تتم معالجة البيانات :( Hidden Layerالطبقة أو الطبقات الخفي ة )-2

  تقوم الطبقة الخفي ة بتغذية طبقة الخرج. ،الاصطناعية عمى طبقة خفي ة واحدة أو أكثر
     [.17(]Output Layer)ة طا: حيث تنتج نتائج الم دخلات الم عجطبقة الخر-3  
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 .MLP_FFNN  [18] أماميّة تغذية ذات متعددة الطبقات اصطناعيّة عصبيّة شبكةهيكلية  (4)الشكل

 خطوات بناء النموذج باستخدام الشبكة العصبية الاصطناعية
 (Data normalization): البياناثتقييس _1
تسوية لذا لا بد من  طريقة ل، أدائياة وسرعة يقمل من دق   إلى الشبكة مباشرةً  صميةإدخال البيانات الأ إن

البيانات نقوم بمعالجتيا  جمعبعد  ،[19]العصبوناتع المبكر من فرط للأوزان والتشب  الذي يمنع الحد الم  الأمر ، البيانات
لجعل عناصرىا  وذلك ،دخلات واليدفلكل من متجيات الم   عممية التقييس من خلال إجراءقبل البدء بعممية التدريب 
عممية التدريب  ن منحس  وىذا ي   ،بين القيم المحسوبة من الشبكة والقيم اليدف تقميل الخطأو  قريبة من بعضيا البعض

وفي ىذه الدراسة جرى  ائقويمكن إجراء عممية التقييس بعدة طر  ،[20أداء الشبكة العصبية الاصطناعية ] كفاءةمن و 
 :[21]تيةالآالمعادلة  اعتماد

            (
               

             

)                           

 :P(max) ،الأصلية القيم متوس ط : P(mean)   ،ةالأصلي القيمة : p(real)  ، قي سة: القيم المP(norm)  :حيث
    .دخلةأدنى قيمة مُ  : P(min)  ،قيمة مُدخلة  أقصى 

  :تقسيم البيانات إلى ثلاث مجموعات_2
                                                                                                       : لموصول إلى شبكة عصبية بأقل خطأ.Trainingمجموعة التدريب أ_

 التدريب. نات لم تدخل بمرحمةعمى بيالتحقيق أفضل أداء لمشبكة  :Validationمجموعة التحققب_
 .  [22]: لمتأكد من التوافق الأدائي لمشبكةTestingمجموعة الاختبارج_

  :حديد ىيكميّة الشبكةت_3 
                                                                                                       ة.ويساوي عدد المتغيرات الم دخمة المستقم   :عصبونات في طبقة الإدخالال عدد_1

.                                          وي حد د من خلال التجربة :)طبقة واحدة أو أكثر(ةخفي  عدد الطبقات ال _2
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   .                                               ويٌحد د من خلال التجربة :ةخفي  عدد العصبونات في الطبقة ال_3
 .خرجويساوي عدد متغيرات ال :خرجعدد العصبونات في طبقة ال_4

                                               .[23بع التفعيل ]واخوارزمية التدريب وت _5
  :العصبية الاصطناعية تدريب الشبكة_4

ة ة الاصطناعي  شبكة العصبي  عممية تحديد أوزان الى تسم  حيث . [24]الشبكات العصبية لا ت برمج ولكن ت در ب
 خرجعن طريق تقميل الخطأ بين  الذي يبحث عن الأوزان ،وىو يشبو معايرة نموذج رياضي ،"التدريب"أو  "مالتعم  "

دخلات طمق عمى الم  حيث ي   .المعروفة لخرجمجموعة من أزواج الإدخال / اب ةويتم تدريب الشبك الشبكة واليدف.
مجموعة من القيم العشوائية أو بيتم تييئة الأوزان إما  ،في بداية التدريب .[25] التدريب"واليدف المقابل ليا اسم "زوج 

تطبيق عممية الانتشار الأمامي  يتم وباستخدام خوارزمية الانتشار العكسي لمخطأ ،بعد ذلك عمى الخبرة السابقة. بناءً 
بعد  ،المطموبة وتحديد قيمة الخطأ مقارنة المخرجات الفعمية بالمخرجاتثم  ،لمحصول عمى مخرجات الشبكة

تقميل قيمة الخطأ ل مجي بواسطة خوارزمية التعم  بشكل منيالشبكة وتعديل الأوزان التراجع بالخطأ عبر  ذلك يتم
 الشبكة عتبر أن  ي    ،من الصفرىذا الفرق  يقتربعندما و  ،يدفخرج الشبكة العصبية وال بينصغير فرق والحصول عمى 

 تدريب الشبكة باستخدام خوارزمية الانتشار العكسي لمخطأ. ةآلي  ( 5ح الشكل)يوض  و   .[26 ,27] تدريبيا تم   قد

 باستخدام خوارزمية الانتشار العكسي العصبية الاصطناعية آليّة تدريب الشبكة( 5الشكل)
  أداء النموذج تقييممعايير التحقق من أداء الشبكة باستخدام  -5

 :الآتيةاستخدمنا منيا المعايير  ،الأفضل لمشبكة العصبية الاصطناعية لأداءمن ا متحققمختمفة ل معاييرتوجد 
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 (RMSE) root mean square error7 جذر متوسط مربع الخطأ-

     √
 

 
∑      
 

   

 

 R) Coefficient of correlation)7  رتباطمعامل الا-

  
∑     ̅     ̅  

   

√∑     ̅   
   √∑     ̅   

    
 

 متوسط الجريان المحسوب بالشبكة.  ̅   ،من خلال الشبكة المتنبأ بيا الجريان قيمة   حيث:
 .عدد البيانات n ،حقيقيمتوسط الجريان ال  ̅  ،الجريان الحقيقي         

 
  النتائج والمناقشة

  ،Rainfall (R) اليطل المطري نلكل م اليومية قيمال الدراسة ىذه ستخدمة فيالبيانات الم ةمجموع نتتضم  -
)من شير الممتدة للأشير الماطرة  ،Level (L) منسوب المياه في بحيرة سد الباسلو  ،Evaporation(E) التبخر 

الجريان النيري بيانات  إضافةكما جرى  ،(2009-2013)  تشرين الثاني حتى شير أيار( لمفترة الزمنية بين عامي
                                          وفق الخطوات الآتية:ثم القيام ببناء النماذج  ،بعض النماذج دعدالإ ابقالس  
         المحطات ىي : ،ات المنتشرة داخل الحوض وبجوارهبعض المحطجمعت بيانات اليطل المطري من -1

.                     محطة بيت أصلان ،محطة حصن سميمان ،محطة الكفرون ،محطة مشتى الحمو ،محطة سد الباسل
حيث  ، (6في الشكل) كما يظيرحساب متوسط اليطل المطري فوق الحوض باستخدام طريقة مضمعات تيسين -2

 ،19.3% محطة مشتى الحمو ،34.5محطة سد الباسل% كانت نسبة تأثير كل محطة في اليطل الكمي كما يمي:
 .3.7% ومحطة حصن سميمان 20.2% محطة بيت أصلان ،22.3% محطة الكفرون
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 _مضمعات تيسينالمحطات المناخية(6الشكل)

(.                           1باستخدام المعادلة ) معالجة البيانات من خلال إجراء عممية التقييس -3
                                                                       تدريب الشبكة العصبية الاصطناعية: -4

في المتاحة  Neural Network tool(( nntool  مكتبة اً ضمنعشوائي ق سِّمتو  ،قيمة يومية 906البيانات نت تضم  
 وذلك ،الاختبار ومجموعة التحقق مجموعة ،التدريب مجموعةإلى ثلاث مجموعات ىي: MATLAB برمجيات حزمة

في  ،قيمة 634مجموعة التدريب  شممت بالتالي  ،والاختبار التحقق لمجموعتي 15 %و  التدريب لمجموعة 70 % بنسبة
 قيمة. 136عمى كل من مجموعتي التحقق والاختبار  حين احتوت

 خصائص الشبكة العصبية المقترحة لمتدريب
خوارزمية الانتشار مع ذات التغذية الأمامية  (MLP)الشبكة العصبية الاصطناعية متعددة الطبقات استخدمنا

المطموب في  ي مث ل الجريان النيري طبقة الخرج عصبون واحد في و ،ة واحدةخفي  طبقة ب ،(FFBPNN)العكسي لمخطأ
  Tan      تابع التفعيلو  ،( LM) Levenberg – Marquardt خوارزمية التعم مكما جرى اعتماد  .(tالزمن)

sigmoid د د ة عدد العصبونات في الطبقة الخفي   .خرجة وطبقة الخفي  من الطبقة الكل ل عدد  وذلك بتغيير بةبالتجر ح 
بيانات اليطل المطري الوسطي  عمى مبدئياً  احتوتف الإدخالطبقة  اأم  لكل نموذج.  20إلى  1من العصبونات 

مجموعات مختمفة النماذج باستخدام العديد من  تدريب جرىحيث .وقيم التبخر والمنسوب ،المحسوب وفق طريقة تيسين
                                                         .(1ن في الجدول)كما ىو مبي   دون إضافة قيم الجريان السابق مختمفةتأخرات زمنية ب لممدخلات
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 ريان النيري السابققيم الج إضافةقبل  ( مدخلات الشبكة العصبية1الجدول)
Input Variables Model 

Q(t)=f{ Rt} Model_1 

Q(t)=f{ R(t),E(t)} Model_2 

Q(t)=f{ R(t),L(t)} Model_3 

Q(t)=f{ R(t),E(t),L(t)} Model_4 

Q(t)=f{ R(t), R(t-1)} Model_5 

Q(t)=f{ R(t),E(t),L(t), R(t-1)} Model_6 

Q(t)=f{ R(t),E(t),L(t), R(t-1), R(t-2) } Model_7 

Q(t)=f{ R(t),E(t),L(t), R(t-1),E(t-1),L(t-1), R(t-2),E(t-2), L(t-2)} Model_8 

Q(t)=f{ R(t), R(t-1), R(t-2), R(t-3) } Model_9 

Q(t)=f{ R(t),E(t),L(t), R(t-1),E(t-1),L(t-1), R(t-2),E(t-2), L(t-2), R(t-3), 

E(t-3),L(t-3) } 
Model_10 

R (t): Rainfall at a specified time(mm). 

E (t): Evaporation at a specified time(mm/day). 

L (t): water Level in the dam lake at a specified time(m). 

Q (t): the runoff at a specified time(m
3
/s). 

Rt-1; Rt-2; Rt-3;….: Rainfall at t-1; t-2; t-3;….respectively. 

وأدنى قيمة لجذر R  الارتباط التي أعطت أعمى  قيمة  لمعاملو ثم جرى اختيار الييكمية الأفضل لكل نموذج 
أن النماذج التي احتوت في طبقة الإدخال عمى  (2المبينة في الجدول) أظيرت النتائجRMSE.  متوسط مربع الخطأ

لم المدخلات إلى دون إضافة قيم الجريان السابق  ،بتأخرات زمنية مختمفة المنسوب( ،التبخر ،بيانات )اليطل المطري
خلات وعشرة دم   9الذي احتوى و ( 1-10-9)بالييكمية  Model-8   النموذج طىأع حيث .تعط نتائج جيدة

m بدق ة مرحمة الاختبارخلال  خطألم قيمة أصغر ،ةخفي  عصبونات في الطبقة ال
3
/s RMSE=2.28 . 

 لأفضل النماذج قبل إضافة بيانات الجريان النيري السابق RMSE و R قيم (2الجدول)
Testing set Validation set Training set 

Network 

structure 
Model RMSE 

(m
3
/s) 

R 

(%) 

RMSE 

(m
3
/s) 

R 

(%) 

RMSE 

(m
3
/s) 

R 

(%) 

5.4118 47.86 7.4436 41.09 7.1096 45.35 1-8-1 Model_1 

5.9771 30.67 7.2158 48.44 6.6575 55.67 1-20-2 Model_2 

4.7931 78.41 5.4460 85.09 5.1831 70.05 1-20-2 Model_3 

4.0322 75.86 5.6271 70.37 70.37 72.68 1-14-3 Model_4 

4.8636 67.74 5.4752 73.29 5.9695 66.51 1-16-2 Model_5 

4.1079 84.00 4.5210 74.37 74.37 79.97 1-10-4 Model_6 

3.4604 88.15 4.2633 84.92 4.3024 83.46 1-16-3 Model_7 

2.2839 96.59 2.5245 94.04 2.5298 94.41 1-10-9 Model_8 

4.2723 5.1702 5.0435 74.91 62.88 79.10 1-19-4 Model_9 

2.6874 2.9028 2.7154 95.00 94.14 93.60 1-13-12 Model_10 
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د وبتغيير عددخلات دخلات واختبار النماذج باحتمالات مختمفة لمم  قيم الجريان السابق إلى الم   بإضافةثم قمنا 
 عمييا:جرى الحصول أفضل عشرة نماذج  (3الجدول) بينوي ،ةخفي  ة الالعصبونات في الطبق

 
 قيم الجريان النيري السابق إضافة بعددخلات الشبكة العصبية ( م  3الجدول)

Input Variables Model 

Q(t)=f{ R(t),E(t), R(t-1), Q(t-1)} Model_11 
Q(t)=f{ R(t), L(t),E(t), E(t-1),R(t-1), Q(t-1)} Model_12 
Q(t)=f{ R(t), R(t-1), R(t-2),Q(t-1),Q(t-2) } Model_13 

Q(t)=f{ R(t),E(t), L(t), E(t-1), L(t-1), R(t-1), R(t-2),Q(t-1),Q(t-2)} Model_14 
Q(t)=f{R(t),E(t),L(t),R(t-1),E(t-1),L(t-1),R(t-2),E(t-2),L(t-2), Q(t-1),Q(t-2) } Model_15 

Q(t)=f{ R(t), E(t), R(t-1), R(t-2), R(t-3), Q(t-1),Q(t-2), Q(t-3) } Model_16 
Q(t)=f{ R(t), E(t), L(t), R(t-1), R(t-2), R(t-3), Q(t-1),Q(t-2), Q(t-3) } Model_17 

f{ R(t), E(t), E(t-1), E(t-2), E(t-3), R(t-1), R(t-2), R(t-3), Q(t-1),  Q(t-2), Q(t-3) } Model_18 
Q(t)=f{ R(t),L(t),L(t-1),L(t-2), R(t-1), R(t-2), R(t-3), Q(t-1),Q(t-2), Q(t-3) } Model_19 

f{ R(t), L(t), E(t), E(t-1), L(t-1), L(t-2), L(t-3), R(t-1), R(t-2), R(t-3), 
Q(t-1),Q(t-2), Q(t-3) } 

Model_20 

Qt-1; Qt-2; Qt-3;….: Runoff  at t-1; t-2; t-3;….respectively 

 
بعد  لمنماذج المختبرة في المراحل الثلاث )تدريب_تحقق_اختبار( RMSEو Rمن كلقيم ( 4ويبين الجدول)

 .دخلاتإضافة قيم الجريان السابق إلى الم  
 لمنماذج المختبرة في المراحل الثلاث )تدريب_تحقق_اختبار(. RMSE و Rقيم  (4الجدول)

Testing set Validation set Training set Network 

structure 
Model RMSE 

(m
3
/s) 

R 

(%) 

RMSE 

m
3
/s)) 

R 

(%) 

RMSE 

(m
3
/s) 

R 

(%) 

1.4423 97.81 3.0580 93.63 2.5594 94.35 1-14-4 Model_11 
1.5029 98.33 1.2543 98.34 1.6152 97.89 1-12-6 Model_12 
1.4956 96.86 2.0761 96.23 2.8148 93.77 1-5-5 Model_13 
1.4423 98.00 2.9949 92.07 2.2594 95.86 1-12-9 Model_14 
1.3721 98.15 1.2641 98.56 1.5012 98.21 1-10-11 Model_15 
1.5045 97.37 2.0696 97.34 2.0126 96.54 1-12-8 Model_16 
1.4050 98.14 2.2949 94.93 2.4247 95.49 1-20-9 Model_17 
1.4202 97.82 1.5088 97.97 2.2649 95.94 1-21-11 Model_18 
1.4772 98.08 2.5807 93.40 2.3244 95.70 1-14-10 Model_19 
1.4005 98.34 1.8944 96.95 2.1292 96.46 1-11-13 Model_20 
حيث أعطى  .المدخلات إلى جريانلم سابقة قيم  إضافة عند كبير بشكل يتحسن الشبكة أداء أن   من النتائج  نيتبي  

في   ىاحتو  ذيوال ،(7)الشكلفي  المبينة( 11-10-1الييكمية)ب Model-15  الشبكة العصبية الاصطناعيةنموذج 
ه امقدر بيانات الجريان السابق بتأخر زمني  إلى بالإضافة المنسوب ،التبخر ،بيانات اليطل المطري عمى طبقة الإدخال
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 معاملقيم  حيث كانت ،أفضل أداء ،ةخفي  عصبونات في الطبقة ال 10عمى و  ،مان)أي الجريان السابق قبل يومين(يو 
وقيمة عمى الترتيب  ،98.15%) ، 98.56% ،(98.21%  كما يمي )تدريب_تحقق_اختبار( لممراحل الثلاث رتباطالا

RMSE=1.3721mأجذر متوسط مربع الخط
3
/s  لمرحمة الاختبار. 

 
 ةللشبكة العصبية الاصطناعية للبيانات قيد الدراسهيكلية ( يبين أفضل 7الشكل)

التي  (1-10-11) لييكميةا ذات صطناعيةالا العصبية الشبكة أجل من وذلك التفعيل، ابعلتو  اختبار جرى كما
 باستخدام يكون الاصطناعية العصبية لمشبكة أداء أفضل أن   تبي ن nntool مكتبة عمى وبالاعتماد ،أعطت أفضل أداء

  (4). الجدول في نمبي   ىو كما ،الخرج طبقةو  ةالخفي   الطبقةل من لك Tan sigmoid  التفعيل تابع
 مختلفة لكل من الطبقة الخفية وطبقة الإخراج تفعيل توابع استخدام عند الاصطناعية العصبية الشبكة أداء (4) الجدول

RMSE(m3
/s) R(%)  طبقة

 الخرج
الطبقة 
 Total Test Val Train Total Test Val Train المخفية

271874 273723 273091 271181 95.98 93.45 95.97 96.37 Tansig Logsig 

275126 277399 370308 273326 94.60 92.34 93.45 95.32 Purelin Logsig 

174490 173721 172641 175012 98.25 98.15 98.56 98.21 Tansig Tansig 

275423 372566 273808 273969 94.47 94.94 94.98 94.31 Purelin Tansig 

باستخدام والتي أعطت أفضل أداء  (11-10-1)الاصطناعية ذات الييكمية كما جرى اختبار الشبكة العصبية
 ،التدريبلمجموعة % 70ن أن نسبة التقسيمبي  اختبار( وت_تحقق _)تدريب نسب تقسيم مختمفة لمبيانات في كل مجموعة

ح  ،% لمجموعة الاختبار ىي الأفضل15% لمجموعة التحقق و15  .رنتائج مجموعة الاختبا (5الجدول)ويوض 
 

 للبيانات مختلفة تقسيم نسب استخدام عند في مرحلة الاختبار الاصطناعية العصبية الشبكة أداء (5) الجدول
Test 

Test 

(%) 
Validation 

(%) 
Train 

(%) 
عذد العصبوناث 

 RMSE في الطبقت الخفيتّ

(m
3
/s) 

R 

(%) 

173721 98715 15 15 70 10 

279429 95765 10 20 70 10 

370919 91799 15 10 75 10 

176076 97722 10 10 80 10 

175832 95792 5 15 80 10 
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371087 94732 15 20 65 10 

270087 96725 20 15 65 10 

276746 92735 20 20 60 10 

 محاكاة النموذج:
كل ويعكس الش ،)تدريب_تحقق_اختبار( الثلاثأداء الشبكة العصبية الاصطناعية لممجموعات  (8الشكل) يبي ن

مربع   بمتوسط حيث يبين نقطة توقف التدريب ، (11-10-1)ذات الييكمية  الأداء الجيد لمشبكة العصبية المقترحة
 أعطىكما  ، ( لمجموعة التحقق0.00013411) إلى يساويو صغير   Mean Square Error (MSE) خطأ

 .%98.56  دق ةقيمة كبيرة ب معامل الارتباط ليذه المجموعة
 

 
 ( خلال مراحل التدريب والتحقق والاختبار11-11-1يبين أداء  الشبكة ) (8الشكل)

 
 (11-10-1) ذات الييكمية سة والمتنبأ بيا لمشبكة العصبيةيمخطط الخطأ بين القيم المق (9كما يبين الشكل)

 .قيم الأخطاء صغيرة وتقترب من الصفر ونلاحظ أن  



 عمار، حسين                                                  أنموذج شبكة عصبية اصطناعية لمعلاقة بين اليطل المطري والجريان النيري

921 

 
 (11-11-1 ) بأ بها للشبكة العصبيةسة والمتنيمخطط الخطأ بين القيم المق (9الشكل)

 
 .وقيمة معامل الارتباط لمبيانات كاممة ةلممجموعات الثلاثالارتباط معاملات قيم ( 12)كما يوضح الشكل

حيث  ،نتائج الشبكة العصبية الاصطناعية والقيم المقيسة التوافق الخطي بينالتراكب الجيد والشكل خلال ونلاحظ من 

 .% 98.148 قيمة جيدة بدق ة خلال مرحمة الاختبارجموعة البيانات معامل الارتباط لم أعطى
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 وعمى مجموعة البيانات الكميّة ،المراحل الثلاثالمقيسة والمتنبأ بيا خلال ن الارتباط بين قيم الجريان بيّ ي (10الشكل)
 
الناتجة عن  لاصطناعيةا الشبكة و نتائج لمجريان مقيسةال بين القيم الجيد الأدائي التوافق (11الشكل) و ضحوي

يعكس كما  ،لم تدخل في عمميتي التدريب والتحققعمى بيانات  خلال مرحمة الاختبار (11-10-1)  المقترح النموذج
 قدرة الشبكة العصبية عمى التنبؤ بالأحداث المستقبمي ة بدقة جيدة. الشكل
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 القيم المقيسة والمتنبأ بيا بين التوافق الأدائي( 11الشكل)

 
 والتوصيات تنتاجاتالاس
 الشبكة العصبية الاصطناعية نموذج قد م ( Model-15) أفضل أداء  (11-10-1) بالييكمية

RMSE=1.3721 m  جذر متوسط مربع الخطأ و R=98.15%يساوي إلىارتباط لمرحمة الاختبار  يمعامل
3
/s.                                                                                                  

 اً ممحوظ اً تحسنم قد  ي   إضافة إلى البيانات المناخيةفي طبقة الإدخال  قيم الجريان السابق دخالإن إ 
يزيد من دقة الشبكة العصبية الاصطناعية في  بالتالي RMSE وأدنى ل Rقيم أعمى ل عطى يحيث في أداء الشبكة 

 التنبؤ.
 كفاءة على  ي بين نتائج الشبكة العصبية الاصطناعية والقيم المقيسة التوافق الخطي  والأدائ يؤكد

الانتشار العكسي لمخطأ  بخوارزميةذات التغذية الأمامية  MLPاستخدام الشبكة العصبية الاصطناعية متعددة الطبقات
(FFBP) .في تقدير الجريان النيري لمنطقة البحث 

   وسرعة الرياح عند توافراىا كمدخلات لمشبكة  وبةكالرطل إضافة العوامل المناخية الأخرى فض  ي
 العصبية الاصطناعية. 

 لدراسة مسائل  ونماذج الذكاء الاصطناعي التوسع في استخدام الشبكات العصبية الاصطناعية
  .في سورية متنو عة تتعمق بالموارد المائية
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